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INTRODUCCION

Prologo

Los objetivos de este manual son estudiar las princiaples distribuciones de probabilili-
dad y dar sentido a la axiomatica de Kolmogorov mediante la demostracion de la Ley de
los Grandes Numeros (LGN) y el Teorema Central del Limite (TCL). No nos referimos
a sendos teoremas sino mas bien a colecciones de resultados que se engloban bajo esas
denominaciones. Dado que no se asume el suficiente dominio de la Teoria de la Medida
por parte del lector, el estudio de estos resultados no se abordara con completo rigor, sino
que se realizara de una forma selectiva y en ocasiones heuristica, obviando las demostra-
ciones més técnicas. Se propone al lector Gut(2013) como referencia avanzada y, como
intermedia, Rincon(2007), disponibles en el aula virtual. Antes de afrontar estos proble-
mas debemos contemplar aspectos anteriores en la teoria de la Probabilidad, empezando
por un repaso de conceptos basicos sean o no familiares.

0.1. Un poco de Teoria de la Medida

Como dijimos antes, LGN y TCL dan sentido al concepto axioméatico de Probabilidad
como medida P de extension 1, pero no debemos malinterpretar esta afirmacion. Veamos
los dos ejemplos més importantes de medida, el de area y el cardinal, y recordemos las
definiciones y resultados més basicos de Teorfa de la Medida. Algunos de ellos se probaran
en el capitulo 3.

0.1.1. EIl area como ejemplo de medida

Efectivamente, el concepto de area de una superficie puede ser el mas adecuado para
entender la definicion general de medida p.;Coémo se define el area de cierta superficie en
R2? Si se trata de un rectangulo de lados a y b se define como el producto ab. El drea de la
union de varios rectangulos se define como la suma de sus areas. Ahora bien, ;cémo definir
el area de un subconjunto cualquiera de R?? La figura deberia servir para ilustrar, no
solo el concepto, sino las claves de la Teoria de la Medida.
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Introduccion

Ciertamente, el area de la figura puede entenderse como el limite, a medida que la
cuadricula se hace mas fina, de las areas de los cuadrados contenidos en la misma. Pero
esta definicién no es viable para todos los subconjuntos de R?, sino s6lo para una familia
B C P(R?) considerados medibles. Ademés y para que la teoria tenga sentido, B debe
estar dotada de la propiedad de o-algebra, es decir, : R? € B; si B € B entonces B € B;
si (Bp)nen C B entonces U, B, € B.

Figura 1: Calculo de éreas
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En nuestro caso, B se define como la menor o-algebra que contiene a los rectangulos.
Esta definicion extendida a R* conduce al concepto de o-algebra de Borel. En general,
solemos utilizar la letra ) para designar al conjunto considerado, R* o el que sea, y la letra
A para una o-algebra cualquiera del mismo. El espacio de medida esté constituido entonces
por el espacio medible (€2, A) junto con la medida p definida sobre el mismo. En general,
una medida es una aplicacion positiva sobre A que verifique estas dos propiedades, tipicas
del area: pu(0) =0y p (U2, A,) =377 11(Ay), st (An)nen son elementos disjuntos de A.
Si 2 puede expresarse como uniéon numerable de conjuntos medibles de medida finita, se
dice que p es o-finita. En el caso del ejemplo, el espacio medible es (R?, B) y la medida
i es el area, que es o-finita. Puede extenderse a una dimension menor o mayor, como el
calculo de longitudes y volimenes, respectivamente. En general, se denomina de Lebesgue
a este tipo de medidas en R¥.

0.1.2. Integral

Consideremos una funcién f definida sobre (Q, A, 1) con valores en (R*, B) para algtin
k o en un conjunto a lo sumo numerable (que puede identificarse igualmente con un
subconjunto de R). La funciéon f se dice medible si conserva la medibilidad, es decir,
si f71(B) € A para todo B € B. Es un concepto que extiende el de o-dlgebra en el
sentido de que cualquier elemento A € A se identifica con la funcion medible I4, que
vale 1 en A y 0 en su complementario, denominada indicador. También son medibles
las funciones simples, definidas como combinaciones lineales de indicadores, asi como las
funciones positivas que se obtienen como limite de una sucesion creciente de funciones
simples. Reciprocamente, puede probarse que cualquier funcién medible positiva es limite
de una sucesiéon creciente (X, )nen de funciones simples del tipo X, = Zfﬁl Enila,., con
A, €A

Baséndonos en ello, se define entonces su integral como sup,, >, &uift(An;) (figuraf2). Se
trata pues de un concepto que extiende al de medida y que, de nuevo, consiste en el limite
de sumas de elementos medibles y que son subyacentes a f. Se denota por [ f(z) du. Si
nos restringimos a un subconjunto medible B € B estaremos hablando de fB f du. Cuando
la funcion f estd definida en (R*, B) con la medida de Lebesgue se denota [, f(z) d.
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Introduccion

Cualquier funcién real medible f descompone en la resta f = f* — f~, donde f* =
max{f,0} y f~ = max{—f,0}, ambas no negativas. Se dice que f no es integrable si
Jffdu = [f du = +oo. En caso contrario, su integral existe y es concretamente
[fdu= [f*du— [ f du€R.Silas integrales de f*y f~ son finitas también lo es la
de f, en cuyo caso se dice integrable.

Figura 2: Integral en (a,b) de f

0.1.3. La medida cardinal

Como caso particular, si contamos con un conjunto finito o numerable X = (2,,)nen ¥
no establecemos en principio diferencias entre sus elementos, la medida de un subconjunto
cualquiera A € P(X) es su cardinal #A o cantidad de elementos que lo componen. Esa
misma idea podria aplicarse al célculo de areas en la figura |1|si los conjuntos a medir
pudieran identificarse perfectamente mediante una cuadricula, es decir, si la imagen se
viera pixelada, como en la figura[3]

La integral respecto a la medida cardinal de una funcién f definida sobre los elementos
de X se reduce a Y~ f(xz,).

0.1.4. Los resultados basicos

Enunciamos aqui de manera heuristica los resultados fundamentales de Teoria de la
Medida.

Teorema de Radon-Nykodim: Dadas dos medidas 1, 15 definidas sobre un mismo
espacio medible, (£2,.4), se dice que v, domina a 14 si se verifica [v5(A) = 0 = v1(A) = 0].
En tal caso, si 1o es o-finita, existe una densidad f = dvy/dvs, lo cual significa que
r(A) = fA f dvy para todo A € A. Esta propiedad puede extenderse a cualquier funcion

integrable g, de manera que
/nglz/g'dez (1)

Teorema de la Medida Imagen: Una funcion medible X : (Q, A, u) — (R* B) in-
duce sobre el espacio imagen la medida definida para cada B € B mediante u~(B) =
w(X7Y(B)). Esta propiedad se extiende de los elementos de B a cualquier funcién medible
g, en la o-algebra B, de manera que

/gd/LX:/gon,u (2)
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Teorema de Dynkin: Se trata de un resultado muy utilizado pues permite extender
propiedades que s verifican en cierta familia a la menor o-dlgebra que las contiene. De
esta forma, podemos generalizar propiedades que se cumplen en intervalos de la forma
(—00,al a B, por ejemplo.

Teorema de Fubini: En un espacio medible producto (Q2x ® Qy, Ax ® Ay) se define
la medida producto p, ® p,,, como la que asigna a cada subconjunto medible tipo By x By
la medida px(B1)py (Bs). Es precisamente el teorema de Dynkin el que garantiza que la
medida producto queda asi perfectamente determinada. Imaginemos un conjunto medible
A en un espacio producto. En lo que sigue supongamos, por simplificar, que se trata de
un conjunto de R? como el de la figura [3| Si suponemos que cada cuadrado mide 1 de
lado, el célculo de su medida (4rea) total es

Figura 3: Esquema del teorema de Fubini

p(A)=1xD)+2xD)+2xD)+@xD+4x2)+(Bx3)+(B3x2)+(3x1)+(2x2)+(1x1)
Es decir, p(A) = > py (Az)pe(x), donde
Ay ={y e R: (2,y) € A} (3)

En general, la medida de A y, por extension, la integral de una funcion medible definida
sobre el mismo, se calcula de la forma

Af(x,y) d%@wz/ﬂ{(éﬂgf(%&) duy> dpt, (4)

En particular, si f(x,y) = fi(z)f2(y), entonces
/ f(@y) dpe @ py = / fi(@) dpses - / fa(y) dpy (5)

Densidades marginal y condicional: En el espacio producto (seguimos suponiendo
que es R? por simplificar), j1x y gy se denominan medidas marginales y pueden obtenerse
como imagen de la medida producto a través de las respectivas proyecciones mediante
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px(B) = pux @ py (B x R). Lo mismo ocurre con puy. En el caso continuo y extendiendo
lo anterior, la densidad fx de la marginal de X se relaciona con la conjunta f mediante

fx(z) = / F () dpy () (6)

Y lo mismo ocurre con la de py. Por otra parte, la figura[3]invita también a considerar,
dado z fijo (franja gris), la medida condicional jiy|x—,, cuya densidades en los casos
continuo y discreto son, respectivamente,

f(z,y)

_ X = gy = X =Y =)
hwmw%—h@y w(Y =yl X =x)

(X =)

(7)

De esta igualdad se deduce la Regla de Bayes si desarrollamos la expresion anterior invir-
tiendo los papeles de X e Y:

fX|Y:y(95)fY(y)

MY:MX:x%_/KXZMYszYIM

fyix=2(y) Y u(X =Y = 2)uY

2
(8)

T o xiv=e (@) fr (2) dpy(2)

Teoremas de la convergencia mondtona (TCM) y dominada (TCD): Son fun-
damentales para conocer la integral de un limite de funciones medibles. Primeramente, si
(fn)n son no negativas y tales que f,  f, entonces [ f,, du 7 [ f du. Por otra parte,
si (gn)n esta acotada por una funcion integrable y g, — g, entonces [ g, du — [ g du.
Estos resultados se probaran en el capitulo 3.

Teorema del Cambio de Variables: Dada una funcién integrable f : (¢g(a), g(b)) - R
con g : (a,b) — (g(a), g(b)) biyectiva, de manera que tanto g como g~! son derivables, se

verifica que
9(

b) b
f(x) da = / £ o g(w)g/(v) dy (9)

g(a
La version multidimensional afirma lo siguiente: si A y B son abiertos con medida positiva
en R¥, g: A — B es un difeomorfismo de clase 1 y f es integrable en B, entonces

(g1 - .gn)>

o1 ---yn)

/fdxl...:r:n:/fog~|Jg|dy1...yn, dondng:det( (10)
B A

0.1.5. Casos continuo y discreto

Estamos muy interesados en dos tipos de medidas: aquéllas que estdn dominadas por
la medida de Lebesgue en R*, para algtin £ > 1, y las que estan dominadas por la medida
cardinal en algin conjunto numerable. Las primeras se denominaran (absolutamente)
continuas y tendran una funciéon de densidad f respecto a la medida de Lebesgue.

Por ejemplo, si una medida u sobre (R¥, B) es continua debe asignar un valor nulo
a cada punto, pues la longitud (asi como el area y el volumen) del mismo lo es. En
consecuencia, cualquier subconjunto numerable de puntos tendra medida nula. Ademas,
si h es una funcion integrable, se verifica que [ h(z) dp = [ h(z)f(z) dz.

Las medidas dominadas por la medida cardinal se denominan discretas. En ese caso,
existe un subconjunto finito o numerable X cuyo complementario tiene medida nula. Sélo
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los puntos (x,,)nen que componen X pueden tener una medida positiva v(z,). La densidad
respeto a la medida cardinal # es la llamada funcién de probabilidad, que asigna a cada
uno de esos puntos su medida v. Se verifica entonces que [ h(z) dv =" h(z,)v(z,).

0.1.6. Distribucién de probabilidad

La axioméatica de Kolmogorov consiste considerar la probabilidad como una medida
P sobre (2, A) tal P(2) = 1. Los elementos de A se denominan sucesos. Dada una
funcion medible X : (2, A, P) — (R* B) (en este nuevo contexto se denomina variable
aleatoria), se denomina distribucién de P respecto de X a la medida imagen P¥. Las
distribuciones, ya sean unidimensionales o multidimensionales, serdn caracterizadas en el
siguiente capitulo. En el capitulo posterior se enumeraran los modelos mas importantes
distinguiendo entre continuas y discretas.

Independencia: Dos sucesos A, B se dicen independientes cuando se verifica que P(AN
B) = P(A)P(B). Esta definiciéon puede extenderse a un vector Y compuesto por n varia-
bles aleatorias Xi,..., X, sobre (€, A, P), que se dicen independientes cuando PY =
[T, P, es decir, P(Mi{X; € B;}) =[], P({Xi € B;}). Por otra parte, se dicen que son
idénticamente distribuidas cuando existe una distribucion Q tal que P~ = @Q para todo i.
Se denomina muestra aleatoria simple de tamano n de una distribucion () a un conjunto
de n variables reales independientes e idénticamente distribuidas (iid) segiun ) definidas

en (2, A, P).

Espacio n-muestral: Para comprender bien esta teoria conviene partir de un espacio
de probilidad original (£, .49, ), entendiendo que P, rige de alguna forma un fenémeno
aleatorio puro. Dada una variable aleatoria X : (£29,.Ag, Py) — R, la forma natural de ob-

tener una muestra aleatoria de tamano n de POX es considerar en el espacio (Q, A%, P)
las variables X; = X om;, 1 < i < n, donde 7; denota la proyecciéon i-ésima . El espacio
producto anterior se denomina n-muestral. La axiomética de Kolmogorov va pues mas
alla, pues parte realmente de una probabilidad P = Fj que rige n réplicas de un feno-
meno aleatorio. Dado que en nuestra teoria consideraremos incluso infinitas réplicas del
fenomeno, nuestro espacio en los capitulos 3 y 4 sera (Qf), A, P)Y).

0.2. Fendémeno aleatorio

Considerar la probabilidad como una medida Py replicable hasta el infinito en P}’ per-
mite que el Calculo de Probabilidades se desarrolle en el marco de la Teoria de la Medida,
alcanzando asf el prestigio cientifico que las Matematicas en general otorgan. Pero, si no
sabemos qué mide exactamente dicha probabilidad, el Calculo de Probabilidades no de-
beria traspasar el ambito de los abstracto, cosa que si hace con una creciente influencia en
el devenir diario. Nosotros sabemos de qué hablamos en los ejemplos anteriores de medi-
das,es decir, cuando mencionamos el area, el volumen o la cantidad de elementos. ;Sucede
lo mismo con la probabilidad? No lo parece pues, de hecho, podemos encontrarnos con al
menos dos posturas enfrentadas.
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El planteamiento bayesiano: Supone que cualquier fenémeno imaginable puede en-
tenderse como aleatorio, siendo Ay el espacio de los sucesos susceptibles de acaecer tras
la ejecucion del mismo y Py la funcién que asigna a cada suceso la medida de su grado de
posibilidad entre 0 (imposible) y 1 (seguro). Las probabilidades se obtendran en ultima
instancia como resultado de un modelo. Con frecuencia, dicho resultado es el estado de
parada de un algoritmo iterativo en el que se mezclan la informacién disponible y otra
que se supone a priori. Un ejemplo de esto podemos verlo en una retransmision deportiva
cuando un futbolista se hace con el baléon en determinada posicidén cercana a la porte-
ria contraria. En pantalla pueden mostrarnos el resultado de un algoritmo bayesiano que
indica la probabilidad de que marque gol. ;Como interpretamos esa probabilidad?

Figura 4: A la izquierda, Robben ante Casillas en la final del Mundial 2010; a la derecha, el
espacio clasico (Qo,.4g, Py) por antonomasia.

\i'& My

f//‘l

El planteamiento clasico: Entiende el azar como simetria pura, lo cual conduce al
concepto de equiprobabilidad entre los sucesos elementales, que son los elementos del es-
pacio original €y, que debe ser finito. Asi pues, la probabilidad de que ocurra cualquier
suceso o subconjunto A C € es el cociente #A/#. Si el fenémeno se replica n veces
en idénticas condiciones, la simetria se extiende al espacio € y la probabilidad corres-
pondiente equivale al producto Fj'. Un ejemplo de esto puede ser una secuencia de n =5
lanzamientos de un icosaedro, que es un sélido platénico de 20 caras, si suponemos que
no se deforma tras cada lanzamiento. Asi pues, se contemplan 20° resultados posibles y
equiprobables tras la serie de cinco lanzamientos.

Ley del azar o de los Grandes Nuameros: Es un hecho empirico que, en condi-
ciones de supuesta simetria, como en el caso de un dado no deformable y, en principio,
equilibrado, si se lanza un gran ntimero de veces, n, la proporciéon de resultados favora-
bles a cualquier suceso A, p,(A), denominada frecuencia relativa, suele aproximarse a la
probabilidad del mismo calculada tal como indicamos antes. Eso da sentido a la idea de
probabilidad como grado de posibilidad, al menos en este tipo de fendémenos. Este hecho
empirico tiene un reflejo matematico en la denominada Ley de los Grandes Nimeros que
se formula en (Qf), AY, P)Y) mediante
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Figura 5: Icosaedro (izquierda) e icosidodecaedro (derecha)

LGN: VAc A, P| lim p,(4) = Py(A)| =1 (11)
n— o0

Es decir, si existe una medida P, que rige un fenémeno aleatorio, debe ser coherente
con las frecuencias relativas observadas tras un gran namero de replicas en idénticas
condiciones.

Punto de vista frecuentista: En consonancia con la LGN, este punto de vista consi-
dera como fenémenos aleatorios aquéllos que pueden replicarse indefinidamente, aparente-
mente en idénticas condiciones, y en los que se aprecian estabilizaciones en las frecuencias
relativas tras muchas ejecuciones. Engloba el punto de vista clasico pues en los fenémenos
caracterizados por su simetria se describe esta situaciéon, aunque abarca otros fenémenos
en los que no se aprecia una simetria evidente. Son pues planteamientos compatibles. En
ambos casos se exige que el fenomeno sea replicable tantas veces como se quiera y en
idénticas condiciones. Que eso implique una estabilizacion de frecuencias relativas no se
da por descontado si no partimos de una clara simetria. Se exige cierto grado de evidencia
empirica.

Podemos preguntarnos si el lanzamiento de un icosidodecaedro, compuesto por 20 caras
triangulares y 12 pentagonales (parte derecha de la ﬁgura es un fenobmeno aleatorio.
No esté claro desde el punto de vista clasico porque no hay una simetria evidente. Desde
el punto de vista frecuentista es plausible, aunque antes deberiamos lanzarlo bastantes
veces y analizar como evolucionan las frecuencias relativas de los tridngulos y pentagonos.
Desde el punto de vista Bayesiano siempre es un fenémeno aleatorio.

Por contra, el resultado de un disparo en un partido de fatbol no es un fenémeno
aleatorio desde el punto de vista clasico porque no se dan las condiciones de simetria;
tampoco lo es desde el punto de vista frecuentista porque el fenémeno no es siquiera
replicable; por supuesto que lo es desde el punto de vista Bayesiano.

Critica a los tres planteamientos: FEl planteamiento clasico es el mas satisfactorio
desde el punto de vista formal pues se basa en tltima instancia en la idea geométrica de
simetria, pero es demasiado restrictivo. No obstante, hay que tener en cuenta el muestreo
estadistico es un fenémeno aleatorio tipo loteria, por lo que alcanza para desarrollar los
métodos estadisticos clasicos de Inferencia estadistica, no asi los Bayesianos.
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El planteamiento frecuentista es algo mas laxo pues considera aleatorios otros tipos de
fenémenos fisicos asi como errores de medicion, pero sigue siendo mucho més restrictivo
que el planteamiento Bayesiano y, ademés, es ambiguo respecto al nimero n de repeti-
ciones necesarias y al grado de estabilidad que se precisa en la frecuencia relativa. En la
practica y dado que la simetria pura es un concepto ideal (no podemos construir un dado
ni una ruleta completamente simétricos) no suele establecerse una diferencia clara entre el
planteamiento clasico y el frecuentista, constituyendo ambos un marco estadistico comin.

El planteamiento bayesiano otorga un gran margen de maniobra y puede resultar
muy elegante desde el punto de vista matemaético, pero deja sin responder la pregunta
inicial: ; Qué mide la probabilidad? Si la respuesta es el grado de posibilidad de un suceso,
habria que preguntar: ;Qué es eso? ;Cémo puede llegar a aproximarse si ni siquiera
puede repetirse el fenémeno en las mismas condiciones? De nuevo, si la respuesta es
que es simplemente la salida de un modelo, habria que preguntar: ;Cémo conocemos los
parametros de entrada que exige el modelo y la fiabilidad del mismo si seguimos sin saber
exactamente qué estamos midiendo? Si la respuesta es que no importa mucho porque
el algoritmo es iterativo y tiende a mejorar unas probabilidades de entrada arbitrarias,
puede que estemos ante un planteamiento inquietante que no todos los estadisticos estan
dispuestos a asumir sin mas, aunque en muchas ocasiones, no todas, resulte tutil.

La solucién en falso: Es bastante comtn pensar que la antigua confrontacién entre
frecuentistas y bayesianos qued6 zanjada al asumir la definicién axioméatica de Kolmo-
gorov, es decir, la probabilidad como medida de extension 1. Como dijimos al principio,
eso es una mala interpretacion de la LGN. Este resultado no permite formalizar mediante
una probabilidad cualquier fen6meno imaginable, sino que describe qué debe observarse
necesariamente en promedio y a la larga en un fenémeno formalizable mediante una ley de
probabilidad P}, es decir, aleatorio. En otras palabras, permite caracterizar el fenémeno
aleatorio como determinista en promedio.

Quizés la raiz del malentendido es definir como aleatorio cualquier fenémeno no deter-
minista. Deberiamos hablar mejor de fenémenos inciertos. Puede que cualquier fenémeno
incierto descomponga en una componente determista y otra aleatoria pura o ruido. Es en
cierta manera el uso que se da al concepto de probabilidad a la hora de medir magnitudes
fisicas. En todo caso la controversia sigue ahi. Si la ignoramos, estaremos dando por bueno
cualquier modelo cuyo resultado se exprese en términos probabilisticos y acataremos cual-
quier prediccidon sobre lo que ocurrird en 2050, por ejemplo, si viene de un ordenador y
estd expresada con decimales.
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CARACTERIZACION DE
DISTRIBUCIONES

En este capitulo estudiaremos fundamentalmente cinco formas diferentes de caracte-
rizar o intentar caracterizar una distribucion unidimensional o multidimensional, ya sea
discreta o continua, incluyendo la ya conocida funcién de densidad o probabilidad. Ha-
remos espacial hincapié en la denominada funcién caracteristica, por se mas novedosa y
compleja y, sobre todo, por ser esencial en la demostracion del TCL. Empezaremos ca-
racterizando las distribuciones unidimensionales para dedicar después la dltima seccién a
las multidimensionales.

1.1. Funcién de densidad o probabilidad

Ya vimos en el capitulo anterior que una distribucién absolutamente continua P¥, es
decir, dominada por la medida de Lebesgue se caracterizan por su funcion de densidad f,
de manera que P(X € A) fA ) dx para todo A € B. Por su parte, una distribucion
discreta, es decir, dommada por la medlda cardinal # definida sobre un subconjunto finito
o numerable (xn)n, queda asimismo caracterizada por se densidad respecto a #, que es
la funcion que asigna a cada posible valor x,, su probabilidad P(X = z,,), por lo que se
denomina cominmente funciéon de probabilidad. En todo caso, la funcién de densidad o
probabilidad, segiin corresponda, es la herramienta mas inmediata para caracterizar una
distribucion de probabilidad.

En la figura podemos apreciar las funciones de densidad de las distribucio-
nes N(0,1) y Fejér-de la Vallée-Poussin (FJV), asi como la funcion de probabilidad de
B(5,0.5).

Para calcular la funcion de densidad de la trasformada de una distribuciéon tendremos
en cuenta el Teorema del Cambio de Variables.

1.2. Momentos de una distribucién

No se trata de funciones sino de niimeros o parametros que pretenden resumirla y que,
en ciertas condiciones, la caracterizan por completo. El primero y mas importante es la
media o esperanza. Dado X : (Q, 4, P) — (R, B), se define E[X| = [ X dP, que equivale,
por el Teorema de la Medida Imagen . [z dPX. Si P¥ t1ene densidad f respecto a

] 11 ]
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Caracterizacion de distribuciones

Figura 1.1: Ejemplos de funcién de densidad y distribucion
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la medida de Lebesgue se calcula segiin H mediante [z f(x) dx. Si estd dominada por
la medida cardinal se calcula mediante ) x,P(X = x,). Notese que la media no tiene
por qué ser un nimero finito y puede incluso no estar bien definida. Suele denotarse por
la letra p. En todo caso, pretende ser el valor central de la distribucion.

En general, la media se considera el momento de orden 1 o 1 de la distribucion (aunque
la denotaremos por i, a secas) porque cabe definir el momento de cualquier orden k € N
como p = E[X*]. Se calcula mediante [2*f(z) dz o > zFP(X = x,), segin el caso.
Con mayor razoén, no tiene por qué existir p pero, si existe y es finito, lo son también
los momentos de orden inferior. Veremos después que dos distribuciones cuyos momentos
son finitos para todos los 6rdenes y coinciden son iguales.

La varianza de una distribucién, que suele denotarse por la letra o, se define, si el
momento de orden 2 es finito, mediante var[X] = E[(x—u)?] = ps—p3. El comportamiento
de la media y varianza ante trasformaciones afines es el siguiente:

2

Ela+bX] = a+ bE[X], var[a + bX] = b*var[X] (1.1)

Por esa razon, la transformacion (X — p)/o, que se se denomina tipificacion de X, tiene
media 0 y varianza 1. Otros parametros conocidos basados en momentos de orden 3 y 4
son el de asimetria y el de curtosis, que figuran a izquierda y derecha, respectivamente,
de (1.2).

LB - EX =) o)

o3 ’ o4 '

Podemos definir los momentos asociados a una distribucion condicional PYX que sera,
si existen, funciones de x. En particular, la media o esperanza condicional se denota por

E(Y|X) y tiene propiedades anilogas a las de la esperanza.

1.3. Funcién de distribucion

En el caso de una distribucion unidimensional P* (en R), es la funcion F de R en [0, 1]
que asigna a cada z el valor P(X < z). Sus propiedades elementales son las siguientes:

(i) Es no decreciente, es decir, si x1 < x9 F(21) < F(23). Se debe a que {X <z} C
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(ii) En general, es continua por la derecha, es decir, lim,_,, ,~, F'(x) = F(a). Se debe a
que Npen{a < X < a+ 1/n} = (. Las posibles discontinuidades son los puntos de
probabilidad positiva, de los cuales hay una cantidad a lo sumo numerable, por lo
que los puntos de continuidad son densos en R. Si la distribuciéon es absolutamente
continua, F' es continua en todo R pues P(X =a) =0

(iil) im0 F(z) =0y lim, o F(x) =1
(iv) Si PX es absolutamente continua con densidad f continua, entonces F’ = f.

(v) Dos funciones de distribucion F; y F; son idénticas sii los son las distribuciones
asociadas. Se debe a que coinciden sobre cualquier intervalo de la forma (—oo, z].
Por el teorema de Dynkin, coinciden entonces en B.

La ventaja que presenta la funcion de distribuciéon respecto a la de densidad es que per-
mite resumir las distribuciones continuas mediante una tabla numeérica,a partir de la cual
se puede calcular, si se desea, la probabilidad de cualquier intervalo. Sin embargo, puede
resultar algo anodina desde el punto de vista grafico. En la figura se comparan las
funciones de distribucion de B(10,0.5), B(30,0.5) y N(0,1). Las funciones de distribu-

Figura 1.2: Ejemplos de funciones de distribucién
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cion correspondientes a distribuciones continuas, como N (0, 1), presentan un aspecto muy
diferente de las discretas, como B(10,0.5). Los saltos en el caso de B(10,0.5) se correspon-
den con los enteros, cuyas probabilidades son positivas. Sin embargo, encontramos mayor
similaridad entre N(0,1) y B(30,0.5),a pesar de las discontinuidades de esta tltima, lo
cual va en la direccion de la tesis del TCL.

Ademas, el teorema de Glivenko-Cantelli es una extension de LGN que se enunciaré en
el capitulo 4 y habla de convergencia uniforme de las funciones de distribucién muestrales
a la probabilistica que da pie a pruebas de bondad de ajuste como la de Kolmogorov-
Smirnov-Lilliefords.

Las funciones generatriz y caracteristica, que estudiaremos a continuacién, son for-
mulaciones en un marco probabilistico de sendas transformaciones de interés general en
Matematicas y con importantes aplicaciones en Fisica: las de Laplace y Fourier. Adelan-
tamos que, aunque la primera conserva su interés en ciertas situaciones, queda claramente
eclipsada en la teoria asintotica por la segunda debido a una patologia que veremos ense-
guida.
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1.4. Funcién generatriz de momentos

Dada una variable aleatoria X : (Q, A, P) — R se define la funcién generatiz de PX
como aquélla que asigna a cada t € R el namero g(t) = E[e'*] que, dependiendo de si P¥
es continua con densidad h o discreta, se calcula respectivamente mediante

o) = [efla)do.  glt)= 3 e PX = 1) (1.3

El gran problema de g(t) es que no tiene por qué estar bien definida en todo R, es decir,
puede haber valores de ¢ para los cuales la integral o la serie de no sea finita.
Eso explica que en la Teoria Asintotica quede relegada por la funcion caracteristica. Sin
embargo, cuando esta bien definida en un intervalo abierto que contenga a 0, resulta de
enorme utilidad y caracteriza perfectamente la distribucion.

La transformada del Laplace es de gran interés en el Calculo Diferencial y, precisamen-
te, en las condiciones indicadas permite obtener los diferentes momentos de la distribucion
derivando sucesivamente la funcion g en 0. Efectivamente, dado que

e.e]
e’ = g
k=0

se sigue del Teorema de la Convergencia Dominada que, si g esta definida si |t| < 0 para

algin 6 > 0
D I G i S 1
gt) = [ > ] _ZH z _Z“’“H (1.5)
k=0 k=0 k=0

Dado que se trata del desarrollo de una serie de potencias en torno a 0, se verifica que

| <

k
5 Yy eR (1.4)

=~

s = g®)(0) (1.6)

En definitiva, en distribuciones de este tipo, podemos afirmar que existen los momentos
de todos los 6rdenes y que pueden obtenerse derivando sucesivamente la funcién genera-
triz de momentos, que queda caracterizada por los mismos. De hecho, podemos ir méas
lejos (razonando con la funcién caracteristica que veremos a continuacion) y afirmar que
dos distribuciones de ese tipo cuyos momentos coinciden son idénticas. Es decir, en esas
condiciones, tanto los momentos como la funcién generatriz de momentos caracterizan
por completo la distribucion. Veremos ademas que, si gx esta definida en [¢t| < 0, permite
obtener de manera automatica la funcion caracteristica, que definiremos a continuacion,en
un entorno de 0. Por dltimo, la funcién generatriz de una trasformacion afin de X, a+b.X,
se obtiene a partir de gy mediante

Jarox (t) = e gx (bt) (1.7)

1.5. Funcién caracteristica

Dada una variable aleatoria X : (2, A, P) — R, se define la funcion caracteristica
de PX como aquélla que asigna a cada ¢ € R el numero px(t) = E[e"*] € C. Puede

] 14 ]
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descomponerse en parte real e imaginaria mediante
SOX(t) — /eitx dPX — /eztxf(x) dr (18)
= /cos tz fdy + i / sen tx ,{@d}( (1.9)

(1.10)

La igualdad se verifica s6lo cuando PX es continua con densidad f. Dado que las
funciones seno y coseno son acotadas, ambas integrales son finitas y la funcion esta bien
definida para todo t € R. La propiedades elementales son las siguientes. Su demostracion
queda propuesta al lector con breves indicaciones:

Proposicion 1. (a) |px(t)| <1 para todo t y vale 1 ent = 0.
Indicacion: Téngase en cuenta que cos®y +sen’y = 1.

(b) ox(=1) = px(t).
Indicacién: Téngase en cuenta que la funcidn cosy es simétrica mientras que seny
es antisimétrica.

(¢) Sia,beR conb#0 entonces paipx(t) = e (bt).

(d) px es continua en t.
Indicacion: Basta aplicar TCD tanto en la integral del coseno como en la del seno.

Para hacernos una idea de estas propiedades, mostramos en la ﬁguralas funciones
caracteristicas de las distribuciones N(0, 1), F-V-P y B(5,0.5). Advertimos que las dos
primeras no poseen parte imaginaria, pero la tercera si. La parte imaginaria aparece
cuando la distribucion no es simétrica respecto a 0 y el grado de periodicidad esta asociado
a al de discretizacion.

1.5.1. El teorema de inversion

La funcién caracteristica puede utilizarse como en para el calculo de momentos,
con la dificultad que anade el hecho de trabajar con nimeros complejos, pero con la ventaja
de que no debe exigirse que los momentos de todos lo 6rdenes sean finitos. Concretamente,
si u, es finito para algin n, se verifica para todo k£ < n que

= (1.11)

Entonces, considerando un desarrollo de Taylor de ¢x en 0 y si o(1) denota una funcion
de t que converge a 0 cuando t — 0, se verifica:

Teorema 1. Si u, es finito,

ex(t) = % (0) 5 +1"0(1) (112)
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Figura 1.3: Ejemplos de funciones caracteristicas
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En particular, el desarrollo de orden 2 de ¢ se utilizara para probar el TCL. Podemos
intuir pues que y caracteriza la distribucion PX. El resultado conocido como Teorema
de Inversion de Lévy lo deja claro:

Teorema 2. Sea X : (Q, A, P) — R con funcidén caracteristica F y sean a+h ya—h
(h > 0) dos puntos tal que P(X =a+ h) = P(X =a— h) =0. Entonces,

1 (7 ht) .
Fla+h)— F(a—h) = lim —/ %()eztagox(t) dt

T=oo T | o
Como consecuencia de este resultado se tiene el siguiente corolario:
Teorema 3. Se verifica que:
(a) [px =py] & [P¥ =PY]

(b) Si px es integrable, PX es absolutamente continua con funcién de densidad

f(a) = = / e (1) di

"o

Por lo tanto, no s6lo podemos afirmar que la funcién caracteristica caracteriza la
distribucion, sino que podemos calcular la funcion de densidad de la misma (en el caso
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continuo) a través de ella como transformada inversa de Fourier (ver (1.10)). Respecto a
su calculo, se sigue de (1.12) que, si gx(t) estd bien definida para || < §, entonces puede
extenderse a a § definida en {z € C: |z| < §}, de manera que

o0 . k

k (Zt) - X
e(t) =D 0% (0) - = x(it) (L.13)

k=0 '
Eso quiere decir que, si comos capaces de calcular la funcién generatriz en un entorno de
0, obtenemos automatica la caracteristica , como se aprecia en la tabla

1.6. Caracterizaciéon multidimensional

Las definiciones anteriores se extienden de manera natural al caso de un vector alea-
torio X : (2, A, P) — R¥ aunque la notacién y los calculos pueden complicarse. No
obstante, surgen nuevas propiedades en relaciéon con el estudio conjuntos de las compo-
nentes Xq,..., X, de X.

Funcion de densidad: podemos hablar también de una funcién de probabilidad en el
caso discreto y de una fucion de densidad en el continuo, que se integraré segtn indica el
Teorema de Fubini:

P(X €AY eB)= - flz,y) dey = /A (/B f(z,y) dy) dx (1.14)

Por lo tanto, X e Y son independientes sii la funcién de densidad conjunta se puede
expresar de la forma f(z,y) = fi(z)f2(y). Lo mismo puede decirse en el caso discreto de
la funcién de probabilidad. En la figura podemos apreciar la funciéon de densidad de
una distribucién normal bivariante.

Aplicando , @, @ y podemos calcular la densidades de ciertas transforma-
ciones.

Densidades de transformaciones elementales: Dadas X,Y : (2,4, P) — R in-
dependientes cuyas distribuciones admiten las densidades fx y fy, respectivamente, se
verifica:

s La densidad de X +Y es
frevrla) = [ =)o) do (1.15)

Demostracion. Dado B € By teniendo en cuenta el cambio de variables (u,v) =
(x +y,y) o, equivalentemente, g(u,v) = (u — v,v), con J, = 1, se verifica

P(X+Y eB) = P(X+Y e BY €eR)
= / fx(u—)fy(v) duv
g(BxR

_ /B( I;fX(uv)fy(v) dv) du
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La funcion (1.15)) se denomina convolucion. Las siguientes propiedades se prueban
de manera similar.

s SiY >0, la densidad de XY es

fxvy(u) = /R+ fx(u/v)fy(v)v do (1.16)

Indicacién: Razona como antes considerando el cambio de variable g(u,v) = (u/v,v)
con J, = vt

» SiY >0, la densidad de X/Y es

Fry () = /R fxlw) () da (1.17)

Indicacién: Considera para el cambio de variable g(u,v) = (uv,v) con J, = v.

s La densidad de A - X es

Fax () = A7 fx (u/A) (1.18)
» Si X >0, la densidad de v X es
Fux(u) = 2ufx(u?) (1.19)
» La densidad de e* es X
fex(u) = ZfX(log 1)1 (0,00) (1.20)

Parametros multidensionales: Ademas de los parametros unidimensionales de cada
una de sus componentes, son de gran interés los relativos a productos de componentes,
en especial el de orden 2, es decir, correspondiente al producto entre dos componentes X;
y Xj. Se define pues la covarianza del par (X;, X;) mediante

0i; = BXiXj]

que, por la desigualdad de Cauchy-Swartz, es finita si lo son ambos momentos de orden
2 y con valor absoluto acotado por ;0;, de manera que dicha cota se alcanza sii existen
Bo, 1 € R tales que X; = Sy + £1X;. Esto invita a definir el coeficiente de correlacion
lineal

Uz’j

Pij = ——

0;0;

con valores en [—1,1] En particular, 2 = 0. En tal caso, las covarianzas se organizan

.=

en una matriz simétrica y semidefinida positiva que se denota por X. Igualmente, puede
definirse una matriz de correlaciones cuya diagonal vale 1.

Funcioén de distribucién: Podemos definirla sin problema y con propiedades similares
aunque es incomoda de manejar.
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Funcién generatriz: Se define, en principio, como la funcion que asigna a cada vector

t € R* el numero
k
g(t) = E[e"¥] = /exp {Ztk:ﬁk} dpP~

i=1
De nuevo, el problema de esta funcion estriba en que no tiene por qué estar bien definida
en todo R” y la ventaja, en que, silo estd en un entorno de 0, caracteriza la distribucion PX
y permite obtener los momentos de cualquier orden de manera anéloga a mediante
el calculo de derivadas parciales. Asi, por ejemplo, la covarianza entre X; y X;se obtiene

mediante
. 189@1, e ,tn)

Tij = 5 D, (0) (1.21)
Funcién caracteristica:  Se define como la funcién que asigna a cada vector t € R* el
numero complejo E [e“'X ]. Esta bien definida en todo R* y las propiedades estudiadas en
la seccion anterior se extienden al caso multidimensional, incluida una version en R* del
teorema de inversion, por lo que caracteriza la distribucién también en R*. Como conse-
cuencia de dicho teorema junto con el de Fubini, podemos afirmar que las k componentes
de X son independientes sii px(t) = Hle ©x,(tr). Ademas, si A € M, v beRP,

paxto(t) = e®lpy(A't) (1.22)

Trabajando con la funcién generatriz, si esta bien definida, se obtienen resultados com-
pletamente analogos.
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PRINCIPALES MODELOS DE
DISTRIBUCION

En este capitulo estudiaremos los modelos de distribucion fundamentales, tanto discre-
tos como continuos, incluyendo problemas multidimensionales. Los calculos de las funcio-
nes generatriz y caracteristica, asi como el de su media y varianza, se dejan como ejercicio
para el lector en la mayoria de los casos. En la tabla [2.T] mostramos un resumen de los
mismos.

2.1. Modelos de distribucién discretos

Caracterizaremos inicialmente cada una de las siguiente distribuciones mediante sus
respectivas funciones de probabilidad y enunciaremos a continuaciéon sus propiedades fun-
damentales.

2.1.1. Degenerada en un punto

También conocida como 0 de Dirac en a (se denota d,), se corresponde con una fe-
nomeno determinista, pues existe un valor a € R tal que P(X = a) = 1. En ese caso,
la media es a y la varianza 0. La funcion generatriz es gx(t) = e y la caracteristica es
px(t) = cosat +isenat. Sia=0, px = 1.

2.1.2. Distribucién binomial

Empezaremos definiendo la distribucion de Bernoulli de parametro p pues corresponde
al fenomeno aletorio mas simple, aquél con respuesta binaria (0 — 1) y con probabilidad
p de obtener 1. Por ejemplo, el lanzamiento de una moneda simétrica deberfa seguir un
modelo B(0.5). Su funcién de densidad (probabilidad) es P(X = k) = p*(1 — p)'~* para
k=0,1.

La distribucion binomial B(n,p) corresponde a la suma de n réplicas independientes
de un fenémeno aleatorio con distribucién de Bernoulli p. Es lo que ocurre, por ejemplo,

si consideramos la posicion en la que cae cada bola en una maquina de Galton (figura
2.1). Su funcion de probabilidad es

P(X =k) = (Z)pk(l—p)”_k, k=0,1,...,n (2.1)
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Figura 2.1: Moneda y maquina de Galton

........f‘.............

Las funciones caracteristica y generatriz son, respectivamente,
px(t)=(L—p+pe)",  gx(t)=(1—p+pe)" (2-2)

Indicacién: Calcula px para la distrubucion de Bernoulli y aplica (1.22) considerando la
transformacion lineal suma.
Se verifica también que la media y varianza de la distribucién B(n,p) son

p=mnp,  a>=mnp(l—p) (2.3)

Indicacién: Deriva dos veces en 0 gx(t) y aplica (1.6).

2.1.3. Distribucién multinomial

Se trata de una extensiéon multidimensional de la distribuciéon binomial asociada a
n réplicas de un fenémeno aleatorio no binario, como puede ser el lanzamiento de un
dado, puede que trucado. La clave de la distribucién se encuentra en la férmula , que
generaliza el conocido binomio de Newton:

k n
n! i i
(Z%) = . PR ITAICRCS (2.4)

j=1 i1+...+ig=n

Dados p1,...,pr > 0 tales que Z?lej =1y n €N, se dice que (Xy,...,Xy) :
(Q,A, P) — R* sigue un modelo de distribucion M (n;py,...,pr) cuando admite la si-
guiente funciéon de probabilidad:

k
P(Xlzzi,...,Xk:zk):ﬁqu---p?, donde iy, ...1, > 0, g i =n
AR 1
]:

Dado que p,. =1 —Z;:ll pjy Xi = n—zg;ll X, la altima componente X,, es redundante,
por lo que estamos realmente ante una distribucion con k — 1 grados de libertad, i.e., que
depende de k—1 parametros. En el caso k = 2 coincide con la binomial B(n, p;). Teniendo
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en cuenta (2.4), su funcioén generatriz es la siguiente:

t1, ... e = e tits i ikl 5 b
9x1,.xp ) (t1 k—1) > T > P P

Ui —1<M

ol kel . k—1 ik
> mﬂ(met]‘)’(l—Zm)
j=1

i1+...+ig=n
k—1 k—1 n
j=1 =1

La funcién caracteristica se deduce trivialmente de la generatriz. Ademas, derivando es-
ta altima obtenemos facilmente los diferentes momentos. Concretamente, E[X;] = np;,
var[X;] = np;(1 —p;) y cov[X;, Xy] = —np;py.

2.1.4. Distribucién de Poisson

Esta distribucion discreta tiene dos aplicaciones diferentes: una relacionada con la dis-
tribucion exponencial, que veremos mas adelante, y otra con la binomial, que explicaremos
ahora. En todo caso, se dice que X ~ P(A) con A > 0 cuando su funcion de probabilidad

€s
k

A
) — e
P(X =k)=e L

Antes de profundizar en esta distribucién convendria tener en presentes dos conocidos
resultados sobre el ntimero e esenciales a lo largo de nuestra teoria:

k=1,2,... (2.5)

Proposicion 2. El nimero e, definido como lim,,_,(1 + 1/n)", verifica:
(a) & =32, V2eC

(b) En general, silim,_ . a, = 0o, entonces

1 an 1 an
lim (1 + —) = e, lim (1 - —) =e! (2.6)
n—00 A, n—00 Ay,

De la proposicic’)nse deduce que Y .-, P(X = k) = 1, por lo que se trata realmente de
una funcion de probabilidad. Las funciones caracteristica y generatriz son, respectivamente

px(t) = exp(Me’ — 1)), g(t) = exp(A(e" — 1)) (2.7)

Indicacién: Ten en cuenta que

y aplica la proposicion anterior. Tanto la media como la varianza son A, lo cual puede
razonarse a través de la funcion de probabilidad o bien derivando gx en 0. Deciamos antes
que la distribucion de Poisson guarda relacion con la binomial. Veamos en qué sentido. En
la figura observamos una cuadricula con 192 celdas. Imaginemos que bombardeamos
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la cuadricula de manera que todas las celdas tengan la misma probabilidad de impacto,
que sera por lo tanto p = 1/192. Si se efectian en total n impactos independientes y
nos centramos en la casilla amarilla, el nimero de impactos sobre la misma seguird una
distribucion B(n,p). Al ser p tan pequeno, los mas probable es que reciba 0 impactos, a
menos que n sea suficientemente grande, dado que el nimero esperado de impactos es np.
En tal caso, el nimero de impactos sigue aproximadamente una distribucion P(np).

Figura 2.2: Ejemplo de distribuciéon de Poisson

Teorema 4. Sip, — 0 y np, — A\ cuando n — oo, la funcion de probabilidad (y, por lo
tanto, la de distribucion) de B(n,p,) converge a la de P()).

Demostracion.

n

P(Xn=k) = (k)pﬁ(l —pa)" "

(npn)k.n-(n—l)...(n—k—l—l)
k! nk

Denotense respectivamente por x,, y, v 2, los tres factores anteriores. En tal caso z,, —
A /k! por hipétesis y y, — 1. Respecto a z,, se verifica

. 1 Pt npn .
(L= p)* = (1—71) (=)

(1 - pnybik

= fﬁp” ) (1 _pn)_k

donde lim,,_,o &, = e~ ! en virtud de la proposicion 1) Dado que el segundo factor

converge a 1, se tiene que P(X,, = k) converge a e *\¥/k! O

Hemos prestado especial atencion a este resultado pues es un anticipo del TCL que
veremos més adelante.
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2.1.5. Distribucién binomial negativa

La distribuciéon binomial negativa con r € Ny p € (0,1) se denota por BN(r,p).
Generaliza la distribucion geométrica, que es la que asigna a cada k la probabilidad de
que fenémeno aleatorio binario distribuido segtin B(p) alcance su primer “éxito” (1) tras k
réplicas independientes. La binomial negativa indica la probabilidad de obtener el “éxito”
numero r tras k réplicas del experimento. Por lo tanto, su funcion de probabilidad es

k—1
r—1

P(X = k)= ( )pm ) (23)

Sus propiedades se derivan la féormula binomial negativa de Newton, que afirma

[e.9]

1+a)m =Y (k;:fz l)x’f (2.9)

de la cual se deducen las propiedades fundamentales de la distribucion, resumidas en la

tabla

2.1.6. Distribucién hipergeométrica

Se trata de un modelo de distribucion de gran interés en el muestreo en poblaciones
finitas y relacionado, como veremos, con la distribuciéon binomial. Dado N € N, n =
I,....ny M €1,...,N, se dice que una variable X con valores en {0,1,..., M} sigue
un modelo HG(N, M, n) cuando

MY (N—M
() Caci)
N Y

()
Modeliza un proceso de extracciéon aleatoria sin reemplazo de n objetos de un total
de N posibles donde distinguimos dos categorias: la categoria A con M objetos y la B

con N — M. X denota entonces el niimero de objetos de A obtenidos. En la figura[2.3]se
ilustra el proceso asociado a HG(22,9,5) con k = 2.

P(X =k)= donde maz{0,n+ M — N} <k <min{n, M} (2.10)

Figura 2.3: Ilustracion HG(22,9,5) con k = 2
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Puede comprobarse que sus media y varianza son

W= n%, o’ = nM(JX{%j@Yi; M) (2.11)

y se obtienen de manera directa. No se propone una expresion anélitica alternativa a la
de la propia definicién para las funciones generatriz y caracteristica en la tabla Por
otra parte, podemos reorganizar la expresion (2.10) de la forma

N N—k+1 N—-—k N _—n+1

k):<n> M M-k+1 N-M .N—M—n—k+1 (2.12)

Notese que, si el tamanio de la poblacion N tiende a infinito junto con el de la categoria
A, que vale M, pero de manera que el cociente M/N — p € (0, 1), se sigue de (2.12) que

P =) — ()t -

que corresponde a la distribucion B(n, p). En ese sentido, podriamos decir que la distribu-
cion hipergeométrica es una especie de version de la binomial para muestreo en poblaciones
finitas, o mejor, la que se obtiene en lugar de la binomial en un muestreo con reemplaza-
miento. En el ejemplo de la figura, X ~ HG(22,9,5) da P(X = 2) = 0.39, mientras que
X ~ B(5,9/22) da P(X = 2) = 0.34. Esa diferencia se debe a que, en poblaciones tan
pequenas (N = 22), el efecto del reemplazamiento es notorio.

2.2. Modelos de distribucién continuos

Los caracterizaremos inicialmente mediante sus respectivas funciones de densidad y
enunciaremos sus propiedades fundamentales.

2.2.1. Distribucién normal

Es la distribuciéon central de la Estadistica en virtud de TCL. De entrada, el caso
particular de N (0, 1) es invariante ante la transformada de Fourier. Utilizaremos dicha
transformada para probar TCL. Dados > 0,0 >0y X : (2,4, P) — R, se dice que
X ~ N(u,0) cuando admite como funcion de densidad

flz) = CRENCE (2.13)

No podemos aportar una expresion analitica de la funcién primitiva de f, por lo que la
comprobaciéon de que su integral es uno no es trivial y se basa en que

/ e dy = |~ (2.14)
; 2

El caso particular 4 = 0y ¢ = 1 se denomina normal estandar y se denota usualmente
por Z. Aplicando el cambio de variable x = j 4 0z, se deduce que cualquier distribucion
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Figura 2.4: Densidades de normales con diferentes parametros

— u=0, o%=1

— p=0, c>=0.5

— p=0, o’=2
pu=2, o%=2

normal puede obtenerse como una transformaciéon afin de Z. La funcién generatriz de Z
se calcula asi:

1 1.2 1 10,2 242
1) = etzefaz dr = /e2(z —2tz+t°—t%) dz
92(1) 7T/ V2T

t2/2 t2/2
- \/e / /e_é(z_t)2 dz = < : e 2% du
27 2T

= et2/2/f(u) du = e’/

Derivando la funcién generatriz concluimos que la media de z es 0 y su varianza 1. También
lo es su desviacion tipica. Teniendo en cuenta , la media y desviacion tipica de X
son y y o, respectivamente. Dese deduce que la funcion generatriz de X ~ N(u,0) es
gx(t) = exp{ut + (ot)?/2}, siendo su funcion caracteristica px(t) = gx(it) = exp{ity —
t?/2}. En particular,

oz (t) = e ¥/ (2.15)

es la funcién caracteristica de N(0,1), que se representa en la figura y seré la funcion
limite en TCL.

La distribucién N(p, o) es simétrica respecto a su media, indicando o el grado de
dispersion en relacion a la misma, tal y como se ilustra en la figura El hecho de
que quede caracterizada por estos dos pardmetros, media y desviacion tipica, es de gran
trascendencia en lo que se denomina Estadistica Paramétrica.

Distribuciéon normal multivariante: Se trata de la extension multidimensional de la
distribucién normal. Si X : (Q,A4, P) - R", p € R" y ¥ € M,«, simétrica y definida
positiva, decimos que X ~ N, (u,>) cuando admite la siguiente funcion de densidad

1

1 o7z P {——(I — )5z - u)} . zeR” (2.16)

Ix(@) = oo 2
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Las propiedades son por completo andlogas a las de la normal unidimensional, aparte de
algunas adicionales que enunciaremos a continuacion. Podemos hablar también de una
distribucién normal multivariante estandar N, (0, Id), a partir de la cual se obtiene el
resto de normales en la misma dimensiéon mediante una transformacién afin adecuada.
La distribuciéon N, (p,X) tiene media p y matriz de covarianza Y. La parte izquierda
de la figura ilustra precisamente la funcién de densidad de una distribucion Normal
bivariante con alta correlaciéon entre sus dos componentes. Las funciones generatriz y
caracteristica se muestran en la tabla Ademas, se verifica:

Figura 2.5: Densidad y contornos de normal bivariante con fuerte correlacién

(a) Si X ~ No(1,2), A € Myx, y b € R¥ entonces
AX + b~ Ny(Au+ b, A’SA)
Indicacién: Calcula la correspondiente funcion caracteristica.

(b) X; ~ N(u;,0;) independientes i = 1,...,n si, y solo si,

Xl M1 O'% 0
~ Nn : ’
X, L 0 afl
Indicacién: Aplica al apartado anterior para A = (1,0,...,0) etc. Razona con la

funcion caracteristica.

(c) X ~ N,(p,X) sii /X ~ N(d'u, va'¥a) Va € R".
Indicacién: Ten en cuenta que px(t) = ppx(1).

(d) Correlacion lineal: si
X1 H1 Y1 X2

~ ni+n2 3

X5 1) Yo Yoo
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se verifica entonces que PX11X2=22 ~ N, (o + x5, %), donde
B=33Yn a=m—LFpy X=3Y1—5Y,5

En particular, siny =ny =1, X1 = a+ X3+ ¢, con € ~ N(0, o) independiente de
Xy, donde B = 012/03, a = py—Bus, o= (1 — p3,)
Indicacién: Trabaja con las funcién de densidad condicional.

(f) Dado k > 0, la region de R™ compuesta por los = tales que f(x) = k es un elipsoide
(ver parte derecha de la figura[2.5). Si ¥ = 0?Id para algtin 0 > 0, entonces es una
esfera en R™. De ahi que una distribucion del tipo X ~ N, (u,0%Id) se denomina
esférica. Sera la distribuciéon de partida del Modelo Lineal Normal.

2.2.2. Distribucién uniforme

Es el modelo de distribucion que se asocia al azar puro (méaxima entropia). Puede
definirse en cualquier conjunto A de medida finita ;(A) en R*, siendo pu(A)~114 su funcion
de densidad. A la hora de calcular probabilidades mediante dicha funcién debemos tener
presente . No obstante, nos centraremos aqui un intervalo en R del tipo [—a, a]. En ese
caso, de decimos que X ~ U[—a,a] cuando su funcion de densidad es 1/(2a) - Ij_, 4. La
generatriz y caracteristica pueden encontrarse en la tabla La media es el centro de
intervalo, en este caso 0, y la varianza a?/3.

Figura 2.6: Funciones de densidad, distribucién y caracteristica de U[—0.5, —0.5]

|
1.0

0.8
|
0.8

0.6
1 1

04
0.4

0.2

02 00 02 04 06 08 10

-1.0 -0.5 0.0 0.5 1.0 -100 -50 0 50 100

2.2.3. Distribucién Gamma

Se trata de una familia de distribuciones entre las que se encuentran, como caso parti-
cular, la exponencial y x2, que se relaciona a su vez con la normal multivariante esférica.
Dado a > 0 pude comprobarse que el parametro

[[a] :/ v e dx
0
es finito y verifica las siguientes propiedades:

(a) T1] =1
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Principales modelos de distribucion

(b) INa+ 1] = al'[a]
(c) T[1/2] = /7. Indicacién: Aplica un cambio de variable teniendo en cuenta (2.14).

(d) Si S > 0 entonces
/ 22 te P dy = T[a) " (2.17)
0

Se dice entonces que X ~ I'(a, ), con a, B > 0, cuando admite como funciéon de densidad

f@) = (Tla)B) M Tpsme e TG (2.18)

En la figura se ilustran las densidades de algunas distribuciones de la familia. El
parametro « se denomina forma y 371, tasa. La funciéon generatriz se obtiene sin dificultad
en un entorno de 0 como gx(t) = (1 — 5t)~°, con lo que la funcion caracteristica se
deduce de manera trivial. Derivando gy obtenemos la como media y varianza o3 y /32,
respectivamente.

Figura 2.7: Algunas distribuciones tipo Gamma

0.5
a=1, p=2
a=2, E=2
a=4, B=1

0.4 =9, p=0.5

0.3

0.2 H

N //

0.0 \ T T \ T I

0 4 8 12 16 20

Puede probarse haciendo uso de la funcion caracteristica que, si (X;)?, son indepen-
dientes y tales que X; ~ G(«ay, 3), entonces

iXi ~G (i a,-,ﬁ) (2.19)

2.2.4. Distribucién exponencial

Se trata de una subfamilia de la familia Gamma. Concretamente, se dice que X sigue
un modelo exponencial de parametro 8 cuando X ~ G(1, ). Su funcion de densidad es
pues del tipo

f@) =B I 4o) (2.20)
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Como ejemplo tenemos la distribucion verde en la figura[2.7)es Exp(2). La distribucion
exponencial se considera apropiada para modelizar un proceso de tiempo de espera con
pérdida de memoria. Efectivamente, consideremos una variable X : (Q, A, P) — R que
mide el tiempo que hay que esperar hasta que ocurra cierto fenémeno raro. Supongamos
que es absolutamente continua con densidad continua, siendo A el tiempo medio espe-
rado. Supongamos también que se verifica, para cada s,t > 0, la propiedad suguiente,
denominada “pérdida de memoria”:

P(X >s+tX >s)=P(X >t (2.21)

Eso implica que P(X > s+1t) = P(X > s)P(X > t) y, por lo tanto, que existe 5 > 0 tal
que log(1 — F(z)) = —B'a para todo = > 0. Luego, F'(z) = f~'e™*/# I, es la densidad
de PX, que pertenece pues a la familia exponencial con 3 = \.

El proceso de Poisson: Supongamos que cada vez que el fenébmeno ocurre ponemos a
0 el cronémetro y volvemos a medir el tiempo de espera hasta la siguiente ocurrencia, y
asi sucesivamente. Supongamos por ultimo que los distintos tiempos de espera (X;); son
iid. En ese caso, siguen distribuciones G(1, A). Teniendo en cuenta , la suma de los n
primeros tiempos, S, = > ., X;, sigue un modelo G(n, \). Por lo tanto, dado un instante
t > 0, la probabilidad de que se hayan registrado menos de n ocurrencias equivale a P(S,, >
t) que, considerando la funcién de densidad correspondiente e integrando iterativamente
por partes resulta

n—1
1 X a1 —a/a NG
n—le=e/A gy = WA 2.22
F[n])\”/t voe ;e k! (2.22)

Se corresponde pues con la funcién de distribucion de un modelo de Poisson de media
t/A, por lo que el nimero de fendmenos que ocurren hasta un tiempo determinado ¢ con
un tiempo medio de espera A\ y con pérdida de memoria sigue un modelo P(¢/\). Puede
ser el caso, por ejemplo, de un conteo de fotones que llegan a un fotodiodo en ambientes
de baja luminosidad.

2.2.5. Distribucién \?

Decimos que Y sigue un modelo de distribucion x2 con n > 1 cuando Y ~ G(n/2,2).
En consecuencia, tanto sus parametros principales como sus funciones de densidad, ge-
neratriz y caracteristica se obtienen automaticamente, segtin figuran en la tabla La
densidad es, concretamente, la siguiente

flx) = (Tn/2122) " a2 e 2 o o) (2.23)

La media es n y la varianza 2n. Se ilustran algunos ejemplos de la misma en la ﬁgura
El siguiente resultado aclara el interés de la distribucion 2.

Proposicion 3. Si X ~ N, (0,Id) entonces | X||* ~ x2.

Demostracion. (i) Caso n = 1: Sea B € B positivo y comprobemos que la funcion f
definida en lb con n = 1 es la densidad de la distribucién de X?2. Para ello,
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Figura 2.8: Algunas distribuciones tipo x?2

1.0
n=1
— n=2
0.8 | B
0.6
" \\
0.2 m
0.0 T T T | | |
0 3 6 9 12 15
haremos uso del cambio de variable z = +/u:
2 2
P(X?e€ B) = 2P(X € VB) :—/ e /2 dx
Vo JvB

- (F[1/2]21/2)1/Bu_1/2e_“/2 duz/Bf<u> du

(ii) En general, || X||* = >_1 , X?. Dado que X7, ...

(2.19) que >, X? ~ G(n/2,2).

, X2 son iid G(1/2,2) se sigue de

n

]

De manera mas general podemos decir que, dado un subespacio vectorial V' C R" y
X ~ N, (0, Id),
1Py X 11 ~ Xegimy (2.24)
El uso de la distribucion x? puede extenderse de la siguiente forma: dado o > 0,decimos
que Y ~ o2x? cuando 07%Y ~ x2. De esta forma, si X ~ N,(0,0%Id) y V C R",
| Py X||? ~ o?x2%, . Asi pues, la distribucion x? modeliza las normas euclideas al cuadrado
(sumas de cuadrados) de proyecciones ortogonales de normales multivariantes esféricas,
que son el punto de partida del Modelo Lineal Normal.

Distribucién x? no central: La distribucion anterior se denomina x? central porque
podemos concebir otra extension méas del modelo. Puede probarse que,si X ~ N, (u, 0?1d),
la distribucion de || X||*> depende del vector (u,0?) a través de (||u||?/0?, 0?), de manera
que podemos definir la distribucion que induce como o2x?2 (), siendo § = ||u]|?/a?. Se trata
de una composicion entre entre P () y la familia {6°x3,,, : k¥ € N}. Omitimos aqui sus
funciones de densidad, generatriz y caracteristica, pero indicamos que su media es no?+4.
Por lo tanto, § es valor de desplazamiento hacia la derecha, de gran trascendencia en los
contrastes de hipotesis del Modelo Lineal. Ese mismo desplazamiento puede contemplarse
para las distribuciones que estudiaremos a continuacion.
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2.2.6. Distribucién F'-Snedecor

Dadas X,Y : (2,4, P) — R independientes con distribuciones x?, y x2, respectiva-
mente, se define la distribucion F,,,, como aquélla que induce la transformacion

F_X/m

=¥ (2.25)

Cuando la distribucién de X es no central de parametro ¢, se dice que F' es no central
con el mismo pardmetro. La funcién de densidad de F,,,,, es la siguiente:

()T (22) | m
rere o G

n
Indicacién: Aplica sucesivamente (1.18) y (1.17).

En la figura podemos encontrar algunos ejemplos. Es dificil diferenciarla de la
distribucion x?. De hecho, en el capitulo 4 veremos que se da la convergencia F, , — x2,
cuando n — oo.

) —(m+n)/2

fF<.TJ> = ](0700) (l‘) (226)

Figura 2.9: Algunas distribuciones tipo Fi, ,,

1.0

TR
KRN

3333

55535
NI

NN

o0

S

0.8 oovoces

0.6

0.4

0.2

0.0 = \ \ \ I I

Puede probarse que la media de una distribucion F,, es n/(n —2) sin > 2y su

varianza es, si n > 4,
2
s n® 2(m+n-—2)
= —- 2.27
7 T m (n—2)%(n —4) (2:27)
Indicacién: : integra zfr(z) considerando el cambio de variables u = (1 + mxz/n)~! y
teniendo presente (2.29) para B(n/2—1,m/2—1), asi como las propiedades de la funcién
I'. Con el mismo cambio de variable y teniendo presente de nuevo 1} para B(n/2 —

2,m/2 — 2), se sigue que

E[X?] = (2)2 (n(fbg(i)i"@ | (2.28)
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a partir de lo cual obtenemos la varianza.
La funcién generatriz sélo se define en 0 y no podemos dar tampoco una expresion
analitica de la funcién caracteristica.

2.2.7. Distribucion Beta

Dados a, 8 > 0, se define B(a, 8) = fol 27 1(1 — )P~ dz. Puede probarse que

INGIINE
B(a,p) = 2.29
(@)= s (2.29)
Se dice entones que X ~ Beta(a, ) cuando admite como funcion de densidad
f(a) = Bla, f)" a1 (1 = 2) ) () (2.30)

Figura 2.10: Algunas distribuciones tipo Beta(, [3)

2.5 —
0=0.5,=0.5
— o=2,p=2
o=2,=3
2.0 — a=2,B=5
1.5

10
0.5 | \
0.0 - \

En la figura podemos apreciar algunos ejemplos de distribuciones tipo Beta. Su
funcion generatriz de momentos esta bien definida en todo R. Concretamente,

. t"Tla+ kl[a + B
gﬂﬂzggmrbiﬁmeJ’fGR (2:31)

Indicacién: : desarrolla e como serie de potencias en gx ().
A partir de (2.31) podemos obtener trivialmente los momentos de orden k =1y k = 2,
de los que deducimos la media y varianza, que valen respectivamente
« 9 af

"=a58 7 T atpatrpr)

Veamos algunas propieades de la distribucién Beta:

(a) X ~ Beta(a, ) < 1 — X ~ Beta(f, a)
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(b) Beta(l, 1) = U[(),l]

(¢) X ~ F(m,n) sii (1+ %X)_1 ~ Beta(n/2,m/2). Indicacién: considera en (2.26) el

cambio de variable © = —2—.
mx+n

La propiedad (c) es muy importante pues permite interpretar la distribucion Beta, al igual
que la F, en términos de cocientes entre y? independientes, como se ilustra en la figura
Concretamente, mientras que F' se obtiene como el cociente entre los cuadrados de
los catetos azul y rojo, divididos por las dimensiones de los espacios correspondientes, Beta
se obtiene como cociente entre los cuadrados del cateto azul y la hipotenusa. Se trata pues
de la distribucion del coeficiente de correlacion lineal miltiple R? bajo las condiciones del
Modelo Lineal Normal. No obstante y por esa misma razoén, la distribuciéon Beta suele
quedar relegada por F'.

Figura 2.11: Tlustracion de las distribuciones x?, F, Beta y ¢

Ny (0, Id)

X% ~ X3 1P X1 ~ Xy,

HP‘/lXHQ ~ X;ziimvl

2.2.8. Distribuciéon ¢t de Student

Esta distribucién fue introducida ofialmente en el ano 1908 por William Sealy Gos-
set, que utilizo el sinénimo “Student”, aunque habia sido ya estudiada previamente por
Hemert. Por definicion, la distribucion ¢, es la inducida por Z/1/Y/n, donde Z e Y son
independientes y tales que Z ~ N(0,1) y Y ~ x2. Aplicando sucesivamente los cambios
de variables (1.18), (1.19), (1.17) y, por dltimo u(x) = 27 (y? +n)z2, obtenemos entonces
la correspondiente funcién de densidad

I A

En la ﬁgura podemos apreciar algunos ejemplos de distribuciones tipo ¢, con N(0,1)
en negro. Al igual que la distribucion F', carece de funcion generatriz y no podemos aportar
una expresion analitica de su funcién caracteristica. Si n > 1 la media existe y es por lo
tanto nula, pues se trata de una distribucién simétrica. Si n > 2, su momento de orden 2
(varianza en este caso) resulta ser

o =n/(n—2)
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Indicacién: calcula la integral de 2% f () considerando el cambio de variable x = \/n(1 — u)/u
y teniendo presente la funcion B[(n —2)/2,3/2].

Figura 2.12: Algunas distribuciones tipo ¢,

0.6
— n=1
n=2
0.5 — n=4
n=15
—— N(0,1)
0.4
0.2 / \
0.1
e o
3 3

En la figura podemos apreciar una convergencia de ¢, a N(0,1) a medida que
n — oo, que puede considerarse una caso particular de la convergencia de F,,, — x°.
Efectivamente y segin las propias definiciones, se verifica que, si X ~ t,, X? ~ F},;
igualmente, si Z ~ N(0,1), entonces Z? ~ x2.En ese sentido, la distribucion ¢, o, mejor
dicho, t2, tiene cabida en la figura como distribucion tipo F' cuando dimV; = 1.
En definitiva, las distribuciones F', Beta y t pueden entenderse como cocientes entre x?
independientes que, a su vez, resultan de calcular la norma euclidea al cuadrado (suma
de cuadrados) a partir de una distribucion normal multivariante esférica.

2.2.9. Distribucién log-normal
Dada X ~ N(u,0), Inorm(u, o) es por definicion la distribucion en Rt inducida por

e, cuya densidad es, segin (1.20),

f(z) = ! exp{—w}, r>o0 (2.33)

o\ 2T 202

En la figura podemos apreciar algunos ejemplos de distribuciones tipo Inormal. Su
funcién generatriz no esta definida en un entorno de 0 y no podemos aportar una expresion
analitica de su funcion caracteristica. Utilizando el cambio de variables = = exp{y + ou}
obtenemos la media y varianza que figuran en la tabla[2.1]

2.2.10. Distribucién de Cauchy

Aunque se trata de una familia de distribuciones de interés en Fisica, destacamos aqui
la denominada estandar que se trata realmente de la distrubucion ¢; y que admite por lo
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Figura 2.13: Algunas distribuciones tipo lnormal

1.0
— =0, o°=1
p=0, 5°=0.5
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p=2, 6°=2
0.6 | \\
0.4
0.2
\\\
0.0 T T T T
0 1 2 3 4
tanto la funcién de densidad
F(x) ! e R (2.34)
r)=——, =T )
(1 + 22)

Carece de media , en consecuencia, también de varianza y funciéon genatriz definida en un
entorno de 0. Su funcién caracteristica se calcula mediante integracion compleja. En la
figura podemos ver las funcion de densidad (izquierda), comparada con la de N (0, 1),

y caracteristica (derecha).

Figura 2.14: Funciones de densidad y caracteristica de Cauchy= t;

0.5 N
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—— Cauchy
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0.3 a

1)
N

0.0 = T T T T T T T T T T T

0.6 0.8 1.0
|

0.4

|

0.2

\
/
|
|




DETRIAUCEN  RETA
PloPos1 N
Som K J1(%i,8) St /@%&\h&
Bkra, - ﬁx\ NV(foé‘\ F
Yomodaciin . G NG (E) o b fomcin cecEndtes de
X3 B IRt Sy A e las XJB /MJZ/G&‘-\A\-LL,\EJ/ 0 %uasﬁ

&ﬂ\cﬁﬂsta&é& S \6 U;) 2\ J[‘\ Lé}(éé / gee )

-TT PIEEIEY = 2
USHCRGUARREEY = (AEERE b Jucts

eodidbin do v aadde om Aﬁ?&m—o\ (Zoﬁ ) )
Oﬂw y/é 7(\/«\&‘»'\ OArLC’tC«\qM CA(éZt"n)cl a [ C!/\.S(DSJCAA\

g‘mzvy( p> N
Dewabuele & = Lo (1°2)

@UU)\ (ﬂﬂ@ = (22 &) 3 S@E)
() = g{% \17_ dande (\/,/Wyg(x.,h):@,wq_lxq
Al ()= Qe Ve ) LRI AR R
La o%mh b dusdad aiud & (NiVy) o

jé/m) (\"/\/’L) = % %%ﬁ_‘(\h’\iz)) ]_?" (\"“\h\ = i % (*’1’#"—) ﬁy{ \ft\

Alm@ oa(culaum Qe d,o.tﬁq'cQJL MW\,Q.Q & A k(r'(?mcl/,em (A QLz %)'7'3[2,
Dako gt X, Yo € (0102) = Y C(o)es)
SO’\ 7’4& (O|w>

OB SGULCARE. S C
:g\,»((\,\ f ﬂé()ﬁ"( (\, YL W\XL N g 4i’]z, =




'%V@ A

T of -4 N
)'((od)p(o/%) (3041+qu <\/l—\fz> \/zoh 4 J‘jz'—_—
P T M’*\ﬁ: =
/| 1 M d“i?,;“[\(k(/\

= %?@NS u ‘J“iﬂ4y ?ryy ofq- A 74& Y1 ‘“z o

o /3 1t b A b ﬂ/\ I R

i W(M) y f 0 )Y T’(o( Y'(o/ (o<1+or1,) f< ) e
£, )

—%4@ o\ A0 - |
= e / \/4 | "\(OABPCO(L» y:(\'\'dz | gd/ﬂ
TGTGa) ) REoh) ey pU)
g+ (e ! L

Gf&hQ" f(“"a;‘—\&&_\‘.o(é Az
% i_ ha jTGA+Q1/@f)_



Principales modelos de distribucion

‘ Modelo Probabilidad /Densidad (1, 02) Generatriz Caracteristica
da P(X=a)=1 (a,0) et cosat + isenat
B(n,p) (Hpk( —p)n* (np, np(1 — p)) (1 —p+pet)" (1 —p+peit)”
M(n; (pj)5=1) H?!ij! I, »; (npj,np; (1 — p;)), —npip; (px+ 3521 pjeti)™ | (o + hZ] pyetti)n
P iy (AN exp{A(e’ - 1)} exp{A(e’’ — 1)}
k—1 k— (1—p) (pet)” (pe’H)”
BN(r.p) (Zy)p (L —p)h " ) =G T=G-pe™T
(J\I:[) (]\L:Iz\f) M nM(N—n)(N—M)
HG(N, M.n) () (nW7 W) gx (t) px(t)
1 _1 (E*H)Z 2.2 . 2,2
N(N» O’) —or 37 o2 (/‘7 0.2) ep,t+a t</2 ezut—o t</2
1 I5—1 ’ / 2! ’
N, »n 1 . —5(@—p)'E7 (z—p) » p't+t'St/2 ip't—t'St/2
n(p, %) GamnE" (1, 2) e e
Ul—a,a] il[,aﬂ] (O, %) ﬁ (eat —e—at) é sen at
(o, B) (T[e)B>) ' a~—te= /Py, (aB,ap?) (1-pt)— (1—ipt)~
Ezp(B) Ble= /Py, (8,8?) (1—pt)~" (1—ipt)~"
X2 Wzn/%le*x/ﬁw (n,2n) (1 —2t)—n/2 (1 — 2it)—"/2
m —mIn 2 (o —
Finn Rt Tl (B 1) Ly | (2 2l : px (1)
1 a- = a ] t* Tlatk]l[atf] (it)* Tlatk]l[atp]
Beta(a, B) Wu’]ﬂ Y1) o) (mvm) 2k W TlatBTATla] | 2ok K~ FlatprATla]
T n«2i»1 12 B "
bn gy - (14 22 (0,525) - px (1)
1 _ (ogz—pm)?2 +L2 9 2 9 2
lognorm(u, o) oy 202 gy el T Q2(nto”) _ g2uto - ox(t)
1 _
Cauchy ) - _ e—ltl

Tabla 2.1: Principales distribuciones.

Mediante este enlace|puedes acceder a grafico interactivos de diferentes distribuciones

continuas.



https://personal.us.es/jlperezd/modelos/menu.htm

CONVERGENCIAS

En esta segunda parte enunciaremos e intentaremos probar los dos resultados fun-
damentales del Calculo de Probabilidades: la Ley de los Grandes Nameros (LGN) y el
Teorema Central del Limite (TCL), que justifican la axioméatica de Kolmogorov. Pero,
dado que se trata de propiedades limite o asintoticas, se precisa un capitulo previo en el
que podamos familiarizarnos con elementos basicos de la Teoria Asintotica.

3.1. Resultados basicos

Esta primera seccion estd dedicada a enunciar y probar dos resultados que ya se ade-
lantaron en el capitulo preliminar: los teoremas de la Convergencia Monétona (TCM) y
de la Convergencia Dominada (TCD), partiendo de algunas definiciones y lemas prelimi-
nares. En todo momento partimos de un espacio medible compuesto por un conjunto 2,
una o-algebra A de sucesos de P(£2) y una medida p o-finita sobre A.

3.1.1. Limites superior e inferior

Dada una sucesion de sucesos (A,)n, las sucesiones de sucesos (medibles) (B,), vy
(Cp)rn definidas mediante B,, = Ug>p,Ar v C, = Ni>n Ay, son, respectivamente, decreciente
y creciente, convergiendo por tanto a los sucesos (medibles) inf,, B, y sup,, C,,. Se definen
como limites superior e inferior sus respectivos limites, es decir:

limsup A,, = ﬂ U A, liminf A,, = U ﬂ A, (3.1)

neN k>n neN k>n

Es decir, lim sup A,, es el suceso compuesto por lo elementos incluidos en infinitos sucesos
de (A,), (podria ser ()), mientras que liminf A, es el suceso compuesto por los elemen-
tos incluidos en todos los sucesos de (A,,), salvo, acaso, un namero finito de ellos. En
consecuencia, liminf A,, C limsup A,,.

Traslademos estas definiciones a una sucesion (a,), de numeros reales. Las sucesiones
b, = Supys,, an y ¢, = infy>, a, son decreciente y creciente, por lo que tienden a inf, b, y
sup,, ¢,. Se define entonces

lim sup a,, = inf sup a,,, lim inf a,, = sup inf a, (3.2)
n an n kzn
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El limite superior es por lo tanto el mayor punto de acumulacién de la sucesiéon en R.
Equivalentemente, lo podemos caracterizar mediante [x > supa,] sii [a, > z] para a lo
sumo finitos términos de la sucesion|. Andlogamente, el limite inferior es el menor punto
de acumulaciéon de la sucesion en R. Equivalentemente, se verifica que [z < liminf a,]
sii [a, < x para a lo sumo finitos términos de la sucesion|. En consecuencia, se verifica
que a, — a sii limsupa, = liminfa, = a. Efectivamente, dado ¢ > 0 se sigue de
las caraterizaciones anteriores que |a, — a| > € para, a lo sumo, finitos términos de la
sucesion.

Si (fy)n es una sucesion de funciones medibles reales podemos extender los conceptos
anteriores definiendo puntualmente en cada w € (). Las funciones resultantes seran
medibles dado que tanto el supremo como el infimo conservan la medibilidad. De esta
forma, se verifica

x > limsup f,(w) sii w € Iminf{f, <z} (3.3)

Podemos obtener una proposicion analoga para el limite inferior.

Lemas de Borel-Cantelli: Los siguientes lemas se enuncian en un espacio probabilis-
tico (u = P) y son clasicos de esta materia. El primero de ellos se demuestra de manera
trivial. La demostracion del segundo podemos encontrarla en Rincon (2007).

Lema 5. Si Y - P(A,) < oo, entonces se verifica que P(lim supA,) =0

Lema 6. Si Ay, As, ... son independientes y >~ P(A,) = oo, entonces se verifica que
P(limsup 4,,) =1

3.1.2. Teoremas de convergencia

A continuacién, vamos a realizar un pequeno esfuerzo por probar dos teoremas funda-
mentales que ya se avanzaron en el capitulo preliminar, los de la convergencia dominada
y monétona, que establecen condiciones bajo las cuales la integral del limite es el limite
de las integrales. Empezamos por un lema de demostracion trivial.

Lema 7. Si s : (2,A,u) — R es una funcion simple y (B,), C A tal que B, / €,
entonces an sdu— [sdu

Teorema 8 (TCM). Si (X,,), > 0 es una sucesion mondtona creciente (X,11 > X,,) de
variables reales definidas en (Q, A, ) y X = sup,, X,,, entonces [ X, du — [ X dp.

Demostracion. Notese que el limite X existe y es medible por ser supremo de funciones
medibles y su integral existe pudiendo ser co. También existe el limite de f X, du, que es
sup,, f X, du. Se trata pues de probar que, en estas condiciones, la integral del supremo
es menor que el supremo de las integrales (la otra desigualdad es obvia).

Sea s cualquier funciéon simple tal que s < X y k € (0,1). Definamos para cada n
B, = {w € Q: ks(w) < X,(w)}. Dado que X,, /X y ks(w) < s(w) para todo w, se
verifica que B,, /€. Por el lema anterior, se verifica para todo x € (0, 1)

/ﬁ/sduzlim nsdugh’m/Xnd,u
n Bn n

Por continuidad, la igualdad se verifica también para k = 1, i.e., [ s dp <lim, [ X, du,
lo cual ocurre para toda funcién simple inferior a X y, en consecuencia, para el supremo
que es por definicion [ X dp. O
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En la figura[3.1]se ilustra la demostracion. Veamos dos consecuencias inmediatas. Con-
cretamente, la sucesion (X,,), acaba rebasando cualquier funcion indicador estrictamente
inferior a X.

Figura 3.1: Ilustracion del TCM

Corolario 9. 5i X,, /* X (no necesariamente positivos) y X1 > Z tal que [ Z du > —o0,
entonces [ X, du — [ X du.

Demostracion. Descompongamos X,, = X7 — X~y X = X* — X~ En ese caso, X;7
Xty X, N\ X, ie, Z7 =X, N Z — X~.Por TCM se verifica que [ X dy —
[ X* du, por una parte. Por otra, se tiene que [(Z~ — X)) dp — [(Z~ — X7) dp.
Como [ Z~ du < 400, podemos descomponer [(Z~ — X )du= [Z  du— [ X, duy
[(Z==X")dp= [Z du— | X~ du. En consecuencia, [ X, du — [ X~ dpu, lo cual
concluye la prueba.

[

Figura 3.2: Ilustracion corolario @TCM
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Corolario 10. Si X,, \ X y X1 < Z tal que [ Z du < oo, entonces [ X, du — [ X dp.

Demostracion. Razonando con (—X,) /' =X con —X; > —=Z y [(=Z) du > —o0, se
deduce que [ —X,, du — [ —X du, lo cual concluye la prueba. O

El siguiente lema se precisa para la demostracion de TCD.
Lema 11 (Fatou). (1) Si(X,), > Zy [ Z du> —oo, liminf [ X, dp > [liminf X, du
(ii) Si (Xp)n < Zy [ Z du < oo, limsup [ X,du < [lmsup X, du

Demostracion. Veamos el apartado (i): si se denota Z,, = inf;>, X,, > Z entonces, por el
corolario[9] [liminf X, dy = lim [ Z,dpu < lim [ inf X, dp. El apartado (i) se prueba de
manera analoga. O

Teorema 12 (TCD). 5i X,, = X y 3Z > 0 tal que [ Zdu < 400 y | X,| < Z para todo
n, entonces [ Xndu — [ Zdu

Demostracion. Aplicando a Z y —Z, respectivamente, los apartados (ii) (i) del lema de
Fatou, se tiene que

h'msup/Xndu < /h’msuand,u = /h’mianndu < h’minf/Xnd,u

Como la desigualdad contraria es obvia, estamos ante una igualdad, lo que prueba la
tesis. 0

Estos resultados fueron utilizados en capitulos anteriores y serédn utilizados con fre-
cuencia en lo que sigue.

3.2. Tipos de convergencias

En lo que sigue nos situaremos en un marco exclusivamente probabilistico, es decir,
partiendo de un espacio del tipo (2, A, P), donde consideraremos una sucesion (X, ),
de variables aleatorias reales y otra variable X que seré el limite en distintos sentidos.
De hecho y mas alla de la convergencia puntual, que carece de interés en este contexto,
definiremos cuatro tipos de convergencia y estableceremos algunas conexiones entre las
mismas.

Aunque no es formalmente necesario, conviene entender, tal y como se explic en
el capitulo preliminar, (Q, A, P) como (QF, A, P)Y). Es decir, cada elemento w € Q se
entiende como una sucesion infinita de réplicas independientes del fenémeno aleatorio que
rige Fy. Entonces, dada una variable X definida sobre (€, Aq, Py), podemos considerar,
para cada ¢ € N, la variable X; definida en (€2, A, P) como X o, es decir, la que asigna a
la réplica i-ésima su valor segin X. Por ejemplo, si el fendmeno aleatorio estudiado es el
lanzamiento de un dado y la variable X es la puntuacion obtenida, X; es la puntuacion del
i-ésimo lanzamiento. La secuencia (X;)1<;<, se denomina, segin definimos en el capitulo
preliminar, muestra aleatoria simple de tamafio n de PJ.

Un ejemplo muy importante de sucesion de variables aleatorias es (X,),, donde
X,=n" > v Xi, es decir, la puntuacion media tras n lanzamientos, denominada media
muestral. Realmente, podemos redefinir aqui cualquier parametro descriptivo como una
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variable sobre (2, A, P) para cada valor de n y estamos muy interesados en establecer una
conexion entre los mismos y los anélogos probabilisticos definidos para X, como la media
. Notese que cualquier parametro probabilistico es un niimero que puede interpretarse
en esta teoria como una variable aleatoria constante.

3.2.1. Convergencia casi seguro

Se dice que X,, — X c.s. cuando P(lim, .., X,, = X) = 1. Notese que tiene sentido
formal pues

{weN: lim X,(w) =X(w)} ={w e Q: liminf X,,(w) = limsup X, (w) = X(w)}

n—0o0 n—o0 n—oo

que es un suceso medible. Equivalentemente, decimos que se da la convergencia c.s. cuando

AN : P(N)=0y lim X, (w) = X(w) Vw e N (3.4)

3.2.2. Convergencia en L’

Aunque cabe definir la coinvergencia en LP con p > 1 nos centramos aqui inicamente
en el caso p = 2 que nos situa en la métrica habitual (Euclidea) basada en el cuadrado
de la diferencia. Dados (X,,),, X de cuadrado integrable decimos que X, — X en L2
cuando

/(Xn — X)%dP — 0 (3.5)

Veamos primeramente que las convergencias c.s. v L? son distintas. Por ejemplo, sea P la
distribucion uniforme en [0,1] y (X,,), la sucesion de variables definida mediante

o

Vnoosi

1 si L<w
n

<w<

Xp(w) = (3.6)

VAN
—_ 3=

(X,)n converge c.s. a 0 pero no converge en L?, pues [(X,, — X)*dP = 1 para todo n.
Reciprocamente en el ejemplo de la ﬁgura podemos apreciar una sucesion que no baja
de la linea discontinua y que, por lo tanto, no puede ser convergente a 0 c.s, aunque si lo
es en L. No obstante, se sigue del TCD que la convergecia c.s. implica convergencia en
L? si existe Z de cuadrado integrable tal que |X,| < Z para todo n, cosa que no sucede

en (3.5).

3.2.3. Convergencia en probabilidad

Decimos que X,, — X en probabilidad P cuando se verifica que
Ve>0 P(X,—X|>¢e)—0 (3.7)

El contraejemplo muestra una sucesion que converge en probabilidad pero no en L2,
mientras que el contraejemplo de la figura [3.3| muestras una sucesion que converge en pro-
babilidad pero no c.s. Podemos ir més lejos y afirmar que la convergencia en probabilidad
es estrictamente més débil que las convergencias anteriores.

] 43 ]



Convergencias

Figura 3.3: Contraejemplo convergencia L? no c.s.

X3 X,
—_—e
Xy
—Xa « X4 Yy —_—g
< —=— X
Xa —k X - =
X1l X20 RSYR S —_— YL e

Proposicién 4. Si X,, <3 X entonces X, A x

Demostracion. Dado e > 0y si X, 23 X, P({|X,, — X| > ¢ para infinitos n}) = 0. Luego,
P(|X = X[ > €) < P(Uisn{| Xy — X[ > e}) Ny P(Mpen Upsn {| X — X[ > e}) =0. O

No obstante, puede probarse a partir del primer lema de Borel-Cantelli que, si X, Ei
X, existe una subsecesion de (X,,),, que converge c.s. a X. Vamos a probar también que la
convergencia en probabilidad es mas débil que la convergencia L?, en cuyo caso habremos
demostrado que la convergencia en L? implica la convergencia c.s. de alguna subsucesion.
También demostraremos dos conocidas desigualdades.

Proposicion 5 (Desigualdad de Markov). Si Y es de cuadrado integrable y e > 0,
1
P(|Y]>¢) < S—Q/YZdP (3.8)
Demostracion. [Y?dP = f|Y|<€ Y2dP + f‘Yl>€ Y2dP > 2P(]Y] > ¢) O
Basta aplicar (3.8) a X,, — X para obtener el esultado buscado.

Corolario 13. 57 X, L—2> X entonces X, A x
Ademas, si aplicamos (3.8) a Y — E[Y] obtenemos la otra desigualdad de interés.
Proposiciéon 6 (Desigualdad de Chebishev). Si E[Y] = u y var[Y] = o2,

[\

o

P(lY —p[>¢) < (3.9)

B
Ley Débil de los Grandes Niumeros (LDGN): Antes de enunciar este resultado
fundamental, debemos aclarar una importante propiedad de la media muestral. Téngase
en cuenta que, si X1, X5 son variables independientes e integrables, se sigue de los teoremas
de Fubibi y de la Medida Imagen que E[X;X,] = E[X;|E[X5]. Ademaés, si X, ..., X, iid
segin la distribucion de X, de media p, F[X,] = n~! Y7 | E[X;] = p. Veamos como se
comporta la varianza de la media X de una muestra aleatoria de tamafio n.
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Proposicién 7. Si X es de cuadrado integrable siendo var[X] = o2, entonces

0.2

var[X,] = - (3.10)

Demostracion. Por lo dicho anteriormente la varianza de X,, equivale a
Bl it Xi— 1)) = BT (X — 0)?] + 5 2o BI(Xs — W] E[(X; — )] = 0/n O

Teorema 14 (LDGN). Si (Xy)y iid segin una distribcuion de media ju y varianza o2,

~ P
entonces X, — L.

Demostracion. dado € > 0 y aplicando 1| y 1| se tiene que P(|X, — pu| > ¢) <
nle 202 = 0 [l

En particular, si A es un suceso en Aj la funcién X = I, toma el valor 1 si A ocurre
y 0 en caso contrario. Si (X,), es una muestra aleatoria de X, la media muestral X,
equivale a frecuencia relativa p,(A) tras n réplicas independientes. Estamos afirmando
pues que p,(A) converge a P(A) en probabilidad, lo cual da cierto sentido a la axiomatica
de Kolmogorov, que serd mas fuerte si logramos probar la convergencia segtn el criterio
c.s. (LFGN). Es mas, LDGN se podra deducir como coralario tanto de LFGN como de
TCL. Lo veremos en el préoximo capitulo.

3.2.4. Convergencia en distribucién

Dados (P,)n, P distribuciones en (R, B), siendo (F},),, ' sus respectivas funciones de
distrubucion, se dice que P,converge a P cuando

F.(x) = F(x) Vz punto de continuidad de F (3.11)

Decimos que X,, converge en distribucion (d) a X cuando PX» converge a P~ en el sentido
anterior. La convergencia en distribuciéon no implica convergencia en probabilidad ni, por
lo tanto, c.s. ni L?. Para entenderlo basta considerar el siguiente contraejemplo definido
sobre [0, 1] con la distribucion uniforme:

I si 0<w<1/2 0 si 0<w<1/2
VneN, X, (w) = , X(w) = (3.12)
0 si 1/2<w<1 1 si 1/2<w<1

Efectivamente, tanto F,, como F valen 0si x <0, 1/2si0 <2 <1y 1siz> 1. Sin em-
bargo, X,, no converge a X en probabilidad. Veamos que la convergencia en probabilidad
es estrictamente mas fuerte, por lo que la convergencia en distribucion es la mas débil de
las cuatro estudiadas.

Proposiciéon 8. Si X, L X entonces X, 4 x
Demostracion. Si x es un punto de continuidad de F'y € > 0, se verifica que
Fu@) = P(X, <)< P(X) <o, [X, — X| <)+ P(IX, — X| > )
< P(X <z+4¢)+ P(X, - X| >5>7H—O>OF<$+€>
Luego, limsup F,,(z) < F(x + ¢) para todo € > 0. Como F es continua por la derecha en
x, limsup F,(z) < F(z). Razonando de manera andloga con 1 — F,,(z) = P(X,, > z) y

teniendo en cuenta que F' es por hipotesis también continua por la izquierda, se deduce
que limsup F,(z) < F(x) < liminf F,,(x). Por lo tanto F,(x) — F(x) O
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El reciproco es cierto si X es contante, es decir, si la distribucion limite es del tipo 4.
Proposiciéon 9. Si X, % o entonces X, B
Demostracion. Dado € > 0, F' es continua en a =+ . Por lo tanto,
P(|X,—a|>¢) = 1—-P(|X,—a| <¢e)
= 1-[P(X,—a<e¢e)—P(X,—a< —¢)

= 1-F(a+e)+ F(a—¢e)—P(X,=a—¢)

< 1-Fla+e)+Fla—¢e) — 1—F(a+¢e)+ F(a—¢)
n—00

— 1—140

El esquema resume las relaciones estudiadas hasta el momento.

Figura 3.4: Relaciones entre criterios

C.S.

L2

3.3. Convergencias y operaciones

En esta seccion estudiaremos c6mo se comportan los diferentes criterios de convergen-
cia cuando realizamos operaciones sencillas o componemos con una funcién continua, lo
cual permitird una nueva caracterizacion de la convergencia en distribucion.

Lema 15. Si X,, = X y Y, — Y seqin el criterio c.s o Py f : RZ — R es continua,
entonces f(X,,Y,) = f(X,Y) en el criterio correspondiente.

Demostracion. La demostracion es més facil para el criterio c.s. que para el criterio P, por
lo que desarrollaremos sélo el segundo caso. Dados € > 0y § > 0, se trata de encontrar
no € N tal que P(|f(X,,Yn) — f(X,Y)]| > ) < § si n > ng. Dado que {|z| > n,|y| >
n} N\ 0, AN > 0 tal que P(max{|X|,|Y|} > N —1) < 6/2. Como f es uniformemente
continua en [—N, N] x [=N, N], si nos restringimos a dicho conjunto 3y € (0,1) tal que
max{|zy —x2|, |y1 —y2|} < v implica |f(z1,vy1)— f(22,92)] < e. Como X,,, Y, convergen en
probabilidad a X, Y, respectivamente, Iny € N tal que P(max{| X, —X|,|Y,—Y|} > ) <
§/2sin > ng. En ese caso, P(max{|X|[,|Y|} < N—1, méx{|X,—X|,|Y,-Y|} <~) > 1-
J. En el suceso anterior ocurre que | X, |, |Y,|, [ X[, Y| < Ny |f(Xn, Vo) —f(X,Y)| <e. O
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Noétese que el lema anterior puede extenderse a una funciéon continua sobre R¥ y es
también valido para una funcién continua sobre R.

Proposiciéon 10. Se verifica:

(i) Si X, — X c.s. o en probabilidad y f es continua, entonces f(X,) — f(X) segin
el criterio correspondiente.

(i) Si X,, = X y Y, =Y sequn el criterio c.s, L* o P y o, € R, entonces aX,, +
BX, — aX + BY segin el criterio correspondiente.

(iii) Si X,, = X y Y, = Y segun el criterio c.s o P, entonces XY, — XY segin el
criterio correspondiente.

Indicacién: La convergencia en L? del apartado (ii) es trivial. El resto es corolario
directo del lema

El lema[15]justifica afirmaciones como la siguiente. Supongamos que deseamos estimar
un parametro como la varianza o? a partir de una muestra de tamafio n, Xi,...,X,.
La varianza puede expresarse como funciéon continua de los momentos de orden 1 y 2
mediante f (1, p2) = po — p2. Sabemos por LDGN que X,, converge en probabilidad a

: : . _ P
p; por el mismo razonamiento y si existe el momento de orden 4, n=' > X2 = uy. En
consecuencia, la varianza muestral 62 verifica

52 L 52 (3.13)

De igual forma se puede razonar con otros parametros, como el coeficiente de correla-
cion, el de asimetria, etc.,pues esta afirmacion se extiende a funciones continuas de varios
momentos. En el siguiente capitulo veremos que también puede extederse al criterio c.s.
Respecto a la convergencia en distribucion tenemos este conocido resultado.

Teorema 16 (Slutsky). S X, A x yY, EA a, entonces:
(i) Xop+Y, 5 X +a
(i) XY, % aX

(iii) Xo/Y, % X/a sia+0

Demostracion. (i) Notese que z es un punto de continuidad de Fy, sii P(X 4+ a =
x) = 0, lo cual equivale a que x — a sea un punto de continuidad de Fy. En ese caso
y dado € > 0 y tal que z — a — € es punto de continuidad de X, se verifica

Fx,iv,(z) = PXp,<z—a—(Y,—a)<PX,<z—a—¢e)+ P(|Y,, —a|l >¢)
= Fy,(x—a—¢e)+P(|Y,—a| >¢) — Fx(z —a—c¢)
n—oo

Por lo tanto, limsup F, 1y, () < Fx(x —a—¢) si x —a — ¢ es punto de continuidad
de X. Dado que los puntos de continuidad de F'x son densos, eso ocurre para una
sucesion de valores de € convergiendo a 0. Como F'x es continua por la izquierda en
T — a, se tiene que limsup Fx, v, (z) < Fx(z — a). Razonando de manera anéloga
con 1— Fx, tv, (x) se obtiene que lim inf Fx, 1y, () > Fx(x —a), de lo que se deduce
la convergencia.
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(i)

(i)

Supongamos que a = 0 y probemos que X, Y, converge a 0 en probabilidad. Efec-
tivamente, si € > 0y 0 > 0, existe M > 0 tal que £M son puntos de continuidad
de Fx y P(|X| > M) < ¢e/4. En ese caso, existe n; € N tal que n > n; implica que
|Fx, (M) —Fx(M)| <e/dy |Fx,(—M) — Fx(—M)| < /4. Entonces,

P(|X,|>M) = 1—Fx, (M)+ Fx,(—M)
< P(|X|> M) +|Fx, (M) — Fx(M)| + |Fx, (M) — Fx(M))|
< 3e/4
Ademas, existe ny € N tal que n > ny implica P(|Y,| > 6M~') < e/4. Tomado
no = max{ni,ns} se acaba.

En general, podemos descomponer X,,Y,, = X,,(Y,,—a)+aX,. Asi, por la proposicion
@ Y,, — a convergeria a 0 en probabilidad, por lo que el primer sumando convergeria
a 0 en probabilidad y por lo tanto en distribucién. En virtud de (ii), el segundo
sumando convergeria en probabilidad, y por lo tanto en distribucion, a aX. Luego,
aplicando el apartado (i), X,,Y,, convergeria en distribucion a aX + 0.

Aplicando el lema a la funcion continua f(z) = z7! se deduce que 1/Y,, — 1/a
en probabilidad. La tesis se sigue entonces del apartado (ii).
O

El siguiente resultado es necesario para poder caracterizar la convergencia en distri-
bucion de una forma mas operativa. Se precisa de un lema previo.

Lema 17. Si f : [a,b] = R es continua y N C [0,1] es numerable, para todo ¢y > 0
podemos encontrar una funcion g = Zf:ll §illziziy) CON G =11 < Ty < ... <12} =D,
todos en N, tal que |f(z) — g(x)| < &y para todo x €]a,b] y g < méx{f(z): z € [a,b]}.

Indicacién: Basta con tener en cuenta que f es uniformemente continua en [a,b] y que,
por lo tanto, existe § > 0 tal |f(x) — f(y)| < eo si |z —y| <.

Figura 3.5: Ilustracion del lema

Proposicion 11. Si X, X y [ es continua y acotada, entonces E[foX,] — E[foX].

Demostracion. Supongamos que |f(x)| < T para todo x. Dado € > 0, sea M > 0 tal
que £M son puntos de continuidad de Fx y P(|X| > M) < ¢/(207). Sea entonces
g = Zf;ll &lz; :.1) €1 las condiciones del lema anterior con, a = —M, b = M, N los
puntos de discontinuidad de Fx y g = /5. Como X,, — X en distribucion, existe ng € N
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tal que, para n > nyg, se verifica que |F, (z;) — Fx(x;)| < ¢/(20Tk) para 1 < i < k, lo
cual implica que P(|X,,| > M) < ¢/(107T). En ese caso

[B[f o X,] — E[f o X]| < /|X| WX —gox,jap

+ / |foX —goX|dP
| X, Xn|<M

+ 2T[P(IX| > M) + P(|X,| > M)]

+ / ‘goXn—goX)‘
[X],| Xn|<M

4
< —€+/ 90X, — goX|dP
5 Jix||Xal<M
Analicemos el ultimo sumando:
k—1
/ 9dP o X, — go X|dP < S ||+ [P(Xy €lri2ia] — P(X €liis i)
X, X <M p
k—1
< T |Fx,(zis1) — Fx(2i41) + Fx(2:) — Fx, ()]
=1
k
< 2T |Fx,(z;) — Fx(z)|
=1
£ g
2Tk - .
= 10Tk 5

Teorema 18 (Continuidad de Levy). X, -2 X sii oy, (t) — ¢(t) V¢ € R.

Demostracion. = Supongamos que X, 4y X. Dado t € R, se sigue de la proposicion
[M1]que ¢x, (t) = E[costX,] + iE[sentX,| — E[costX] + iE[sentX] = px(t).

< La demostracion puede encontrarse en Gut(2013).
[l

Esta nueva caracterizacion es la que utilizaremos para probar el TCL en el siguiente
capitulo, de ahi la importancia de la funcién caracteristica en nuestra teoria.
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PRINCIPALES TEOREMAS LIMITE

Tal y como avanzamos en la introduccion, uno de los dos principales objetivos de esta
materia es dar sentido a la axiomética de Kolmogorov. Ahora estamos en condiciones de
abordar esa tarea estudiando los dos principales resultados del Calculo de Probabilidades:
la Ley de los Grandes Nimeros y el Teorema Central del Limite en algunas de sus miltiples
versiones.

4.1. Leyes de los Grandes Numeros

En el anterior capitulo demostramos ya sin mucho esfuerzo la denominada Ley Débil de
los Grandes Numeros (LDGN), que ganatiza la convergencia en probabilidad de la media
muestral a la media probabilistica siempre y cuando la varianza sea finita. Estudiaremos
aqui un resultado mas fuerte y costoso denominado Ley Fuerte de los Grandes Ntumeros
(LFGN) que garantiza la convergencia c.s. y, ademés, en una version mas general, admite
incluso que la media sea infinita (en cuyo caso la varianza no puede ser finita). Como
hemos dicho, se trata de un teorema arduo que precisa de varios resultados previos, los
cuales se exponen a continuacion.

Lema 19 (Toeplitz). Sean (z,), C R convergente a © € R, (w,), > 0 tal que b, =
S or_ wi — 00. Entonces bt Y p_ wrry — x. En particular, n™' Y, _ xp — @

Demostracion. Podemos suponer sin pérdida de generalidad que x = 0 pues, en caso
contrario, razonariamos sin problemas con la sucesion (X,, — x),. Entonces, dado & > 0,

Iny € N tal que |z,| < /4 si n > ny, en cuyo caso
by — by, 1
+ bn —b Z wk\xk|

n n
> Ly
— WETk — WETk
b b b
" k=1 " k=1 n ™ k=nq+1

1 & b, — by, £
< =y 1 by — by )=
< k:1wk|a¢k|+ 0 bn_bn1< )7

n

Dado que el primer sumando estd acotado y (b,) — oo, Ins € N tal que dicho sumando
es inferior a €/2 si n > ny. También existe ng € N tal que (b, — b,,) < 2 para n > ng.
Tomando ng = méx{n, ns, n3} acabamos. O
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Lema 20 (Kroonecker). Sean (z,), C R, (a,), > 0 tal que a, / o0 y (d,),, definida
mediante d, = p_, T/ax, converge a d. Entonces, a,* > p_, xp — 0.

Demostracion. Definamos ag = dg = 0 y wp, = axy1 — ax > 0 para todo k. En ese caso,
Y pey Wk = an — 00. Se verifica para todo k > 1 que z = ay(dy, — dix—1). Por lo tanto,

. u not n-1 n—1
%;xk = ai (Z apdy, — Z (Zk+1dk> =d, — ai Z(ak+1 — ag)dpd, — i;wkdk

"\ k=1 k=0 " k=0

El primer sumando converge a d por hip6tesis mientras que el segundo también por el

lema de Toeplitz, lo que concluye la prueba. [
Teorema 21 (Desigualdad de Kolmogorov). Si X1, ..., X, independientes con media nula
y varianza finita, Sy = Zle X;parak=1,....,n y kx>0, entonces
1 n
7’ < - .
P (1@1?2{71 |Sk| > /-1) <5 Zvar[Xk] (4.1)
k=1
En particular, si (X3, #d con varianza o2, nk=20? es cota superior.

Demostracion. Definamos Ay = {|Xi1| > K|} y Ar = {méxi<j<x—1|5;| < &, |Sk| > K} para
k =2,...,n. En ese caso, A;,..., A, son disjuntos y tales que {maxj<j<y, |Sk| > K} =
Up_, Ag. Dado que Xj, ..., X,, son independientes y de media nula se verifica:

n

Zvar[Xk] = E[S?] > i E[S%14,] = i E[(S, — Sk + Sk)*14,]

k=1 k=1 k=1

Zn: E[(S} + 25k(Sn — Sk)) I a,]

v

k=1
= Y ESila] = &) P(Ay) = K P(Up_ Ay)
k=1 k=1

= K’P <maZX |Sk| > K
<k<n

O

Teorema 22 (Criterio de convergencia de Komogorov). Si (X, )nen son independientes
y tales que Y >~ var[X,] < oo, entonces la sucesion Y, _, (X — E[Xy]) converge c.s. Si,
ademds, > ;_, E[X] es convergente, entonces Y ,_, Xy es convergente c.s.

Demostracion. Manteniendo las notaciones del teorema anterior vamos a probar que, para
todo € > 0,

P (méx |Sk — E[Si] — (Sn — E[S,])| > 5) — 0 (4.2)

k>n n—o00
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Efectivamente, dado p > n, y aplicando la Desigualad de Kolmogorov a la sucesion (X —
E[Xy]))k>n+t1, se verifica

P (nrggiip S, — E[Sk] — (S, — E[S,])| > 5) = P (nrgggp > (X — E[X])| > 6)

IN

12
- Z var| Xy
€ k=n+1

Por lo tanto, P(maxgs, |Sy — E[Sk] — (Sn — E[Sa])| > €) < €23 02, . var[Xy], que
converge a 0 por hipétesis. Ahora bien, si se denota por A,. a cada suceso que verifica
la condicion , se tiene que, para cada par n,m € N, ﬂjeNAj% C An%. Luego,
la probabilidad de la interseccion es nula y, por lo tanto, también lo es P(A), donde
A = UpenNjen Aj’#. Noétese que siw € Ay 6 > 0, entonces, Vm € Ny, en particular, para
cualquiera tal que 2/m < ¢, existe ny € N tal que, si j; > ng, |Sj, (w) — E[S;,] — (Sne (w) —
E[Sy])| < 1/m. Luego, si ji, jo > ny, se verifica que |S}, (w) — E[S;,] — (5, (w) — E[S},)]|
es menor o igual que |S;, (w) — E[S;,] = (Sno (W) — E[Spe])| + |5, (w) = E[Sj,] — (Sne(w) —
E[Sy))| < . Es decir, que Y, (Xy(w) — E[X]) es una sucesion de Cauchy y, por lo
tanto, convergente si w € Z, como querfamos probar.

Por ltimo, si >, _, E[Xj| converge entonces Y, X}, que descompone en >, (Xj —
E[Xy]) + > 5, E[Xk] es convergente c.s. O

Teorema 23. Si (X, )nen son independientes con media nula y varianzas finitas (02),en,
respectivamente, y tales que Y - 02/n* < oo, entonces n='> | X converge a 0 c.s.

Demostracion. dado que la sucesion de variables aleatorias (X, /n),, con varianzas (o2 /n?)
y medias nulas verifica las hipotesis del Criterio de Convergencia de Kolmogorov, se ve-
rifica Y _,_, Xi/k es convergente c.s., es decir, si w € A, donde P(A) = 0. Aplicando el
Lema de Kronecker con z,, = X,,(w) y a, = n, concluimos que n ™' > X —» 0cs. O

El resultado buscado es consecuencia directa del teorema teniendo en cuenta que
E[X — ) =0y que la serie Y - 1/n? es convergente.

Corolario 24 (LFGN de Kolmogorov). Dada (X,)nen %d con media p y varianza finita
) ik

o°, se verifica que X, converge a [ c.S.

Si lo aplicamos al fendmeno aleatorio en el que se evaliia la ocurrencia de un suceso A
con probabilidad P(A), X,, denota la variable 4 correspondiente a la n-ésima réplica del
mismo y p,(A) ala frecuencia relativa tras n réplicas, entonces se tiene que p,(A) converge
c.s. a P(A). Comentamos anteriormente que, en Teorfa Asintotica, la probabilidad P que
rige las infinitas réplicas debe entenderse como el producto P} de la probabilidad Py que
rige el fenémeno original. Queda pues demostrada la afirmacion que fundamenta la
axiomatica de Kolmogorov.

Con algo méas de esfuerzo, LFGN puede incluso generalizarse, de manera que no sea
necesario que la varianza sea finita. Incluso es valido aunque la media tampoco lo sea,
siempre que exista (podria ser £00). La demostracion podemos encontrarla en Gut(2013).

Teorema 25 (LFGN extendida). Si (X,,), iid con media pn € R, entonces X,, — p c.s.
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Para acabar esta seccién podemos también mejorar la afirmacion (3.13). Concreta-
mente, si existe en R el momento u;, de orden k, entonces n~! 23}21 XJ'-€ converge c.S. a
pus- Es més, si tenemos en cuenta el lema[15] podemos afirmar:

Teorema 26 (Método de los momentos). Si (X,,), #d con momentos de orden k finito y
g : R¥ = R continua, entonces

N RS
j=1 j=1

En consecuencia, todos los pardmetros muestrales, univariantes o multivariantes, que
puedan expresarse como funciones continuas de momentos de diferentes 6rdenes (varianza,
covarianza,a simetria, etc.) convergen c.s. a sus homologos probabilisticos.

El siguiente teorema, cuya demostracion puede encontrarse en Gut (2013), es conse-
cuencia de LFGN. Se aplica a la funcion de distribucion empirica o muestral que, dada una
muestra de tamafnio n, Xi,..., X,, se define como F,,(z,w) =n"' 3" | [ q(Xi(w)), es
decir, la proporcion de veces que la variable es inferior a x. en la muestra. El teorema
afirma lo siguiente :

Teorema 27 (Glivenko-Cantelli). Si (X,,), #d con funcion de distribucidn F entonces
existe un suceso N de probabilidad nula tal que

sup{z € R : |F,(z,w) — F(z)|]} — 0, VYwe N (4.4)
n—oo

Este resultado implica la convergencia c.s. de las frecuencias relativas de sucesos del
tipo (—o0, x| y, por el Teorema d Dynkin, de cualquier suceso en 5, tal y como se deduce
de LFGN, pero garantiza ademas una convergencia uniforme.

4.2. Teorema Central del Limite

Una vez sabido a qué convergen los parametros muestrales que pueden expresarse como
media de potencias, vamos a estudiar como converge dicha media, que sera siguiendo
aproximadamente (en limite) una distribucion tipo normal. Estamos hablando de una
coleccion de teoremas de los cuales probaremos s6lo los més basicos. Para las versiones
extendidas aconsejamos al lector Gut(2013).

Realmente, la version fundamental, atribuida a Lidemberg y Levy, también denomi-
nada clasica o iid, es facil de demostrar si asumimos el Teorema de Continuidad de Levy
(teorema junto con las propiedades de la funcion caracteristica y del niimero e. En
particular, hemos de tener en cuenta, lo siguiente:

(a) La convergencia en distribucion equivale a la convergencia puntual en funcion ca-
racteristica.

(b) Se sigue de (1.12) con k = 2 que, si E[X]| = 0y var[X] = 1, se verifica para todo
t € R que px(t) = —5t* + t?0(1), donde o(1) denota una funcién medible de ¢ que
converge a 0 cuando ¢ — 0.

_ 142

(c) eno(t) =e2
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Teorema 28 (TCL Lindemberg-Levy o clasico). Si (X,,), iid con media p y varianza
finita 0%, entonces

X, —
Vel 4y N0, 1) (4.5)
Demostracion. Sea, paracadan € N, Z, =57 (Xy—p)/oy K, = Z,/+/n, que coincide
con el término a la izquierda en (4.5). Por lo tanto y teniendo en cuenta que Xi,..., X,
son iid, existe una funcion o(t) tal que, Vt € R,

Pralt) = P2 (V) = Py sumn(t/V) = HWHUf»<%%WﬁW

2 (1420(t//n)
t2 n 1 t2(1420(t//n)
= (1= g+ wvARm) = | (10—
n Z(1120(t//n)
Sin — oo, t/y/n — 0y, en consecuencia, o(t//n) — 0. Por lo tanto,
2 t2(1 + 20(t
anlt) = n oo, ba(t) = L 20(/VR)
t2(1 + 20(t/y/n) n—oo 2 n—oo 2
En definitiva, se verifica por 1D
1 an(t) bn (1) 2
t) = 1-— —> ez
1= | (1= 2) e
[
Notese que, si se denota S, = > 1| X;, (4.5) equivale a
S, — E|S,
Q—MV(O, 1) (4.6)
var[Sn|

Se puede generalizar (4.5) al caso multivariante. La demostracion se basa en primera
instancia en la version multivariante del Teorema de Continuidad de Levy, de la cual se
deduce la denominada Astucia de Cramer-Wold.

Lema 29 (Astucia de Cramer-Wold). Si (X,,),, una sucesion de vectores aleatorios k-
dimensionales, ;1 € R* y ¥ € My, definida positiva, entonces

[Xn L5 Ny(0, E)] & [a/X %5 N(d'p,a'Sa) Va € Rk} (4.7)

Teorema 30 (TCM multivariante). Si (X,,), en R iid con media p matriz de covarianzas
> >0, entonces

VS V(X — i) =5 N0, 1d) (4.8)

Indicacién: Comprueba que para cada a € R* /n(a’Sa)""/?(X,, — p) converge a
N(0,a'¥a) y aplica (4.7).
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4.2.1. Aplicaciones del TCL

Hemos utilizado la funciéon caracteristica para probar este teorema, pero conviene
volver a la funcion de distribuciéon para entender sus implicaciones. En particular y en lo
sucesivo, ¢ denotara la funcion caracteristica de la distribucion limite N(0,1).

Inferencias sobre la media: Por ejemplo, en un problema de inferencia estadistica
deseamos contrastar, a partir de una muestra aleatoria de tamano n, Xi,..., X, la hi-
potesis inicial de que la media de cierta variable X, cuya varianza o2 es finita, es p. Si
X siguiera una distribuciéon normal, la variable

X, —
t = non Mo (4.9)
g

seguiria automéaticamente un modelo de distribucion Z ~ N(0,1). En ese caso, si el
resultado de la muestra es t = f.,,, se definiria el p-valor bilateral como P(|t| > |tesp|) =
1= [®(Jteap|) — P(—|texpl)] = 2[1 — P(|teap)], que es el resultado del test de hipotesis. En
el contexto asintotico, tenemos realmente una sucesion (t,),. El p,-valor exacto se define
de manera anéloga para una probabilidad P genérica, pero verifica en virtud de TCL:

Dn = P(W > |tewp|) =1- [Ftn(|tewp|) - Ftn(_|tewp|>] T:O 1- [(I)(|tewp|) - (I)(_|tewp|)] =D

(4.10)
Es decir, si n es suficientemente grande, el p-valor calculado a partir de la tabla N(0,1)
es aproximadamente valido. No obstante, la variable no puede calcularse en la prac-

/2 /

- |t617p| |t€xp|

Figura 4.1: Ilustracion del p-valor

tica, a menos que se conozca la varianza o2, lo cual resulta enrevesado. Sin embargo, el
Teorema (Slustky) permite aplicar TCL reemplazando o por su estimador 62 que,
segiin el Método de los Momentos, converge c.s. (basta que sea en probabilidad) a o?.
Efectivamente, se verifica

Xn_ Xn_
= eyt T 4y o, 1) (4.11)

~

On o On

El primer factor converge en distribucion a N(0, 1), mientras que el segundo converge en
probabilidad a 1, por lo que el producto converge en distribucion a N(0,1). Asi pues, t* es
el denominado estadistico de contraste del test de Student, que confrontari su resultado
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con la tabla de ® aunque no se verifique la normalidad, siempre y cuando la muestra sea
lo suficientemente grande.

Otra pregunta que podemos plantear es qué entendemos por una muestra suficiente-
mente grande. Mejor dicho: ;De qué depende la rapidez de la convergencia a ® en TCL?
Podemos encontrar una respuesta parcial en la féormula de la expansion de Edgeworth,
(Gut (2013)).

Teorema 31 (Expansion de Edgeworth). Si (X,), iid segin un modelo de distribucion
con momento de orden 3 finito y F,, denota la funcién de distribucion de /no= (X, —pn),
se verifica

Y]

ez 1
———m1 + —=o(1
6 2?171'71 \/ﬁ ( )

En consecuencia, el aspecto més critico desde el punto de vista asintotico es la asime-
tria, expresada por el coeficiente ;. Si es baja podemos aceptar la aproximacion de la
media muestral a la distribuciéon normal para tamanos de muestra pequenos. Si es alta,
puede que necesitemos trabajar con una gran muestra para poder utilizar ®. Un desarro-
llo de la expresion con un grado mas de aproximacion revela que el coeficiente de
curtosis 4 también influye, aunque en menor medida, siendo la convergencia més rapida
cuando v, =~ 3, que es el valor que corresponde a cuerva normal.

En la figura se ilustra la influencia de la asimetria en la distribucién de la media
de una muestra de tamano n = 9. La distribucién de la izquierda corresponde a la media
muestral de una variable con 73 ~ 0 (y 72 ~ 1.5), mientras que la de la derecha tiene
v~ 2.

Fo(z) = ®(z) + (1 — 2?) (4.12)

0.0005
1

0.6

0.4
0.0003 0.0004

Density
Density

0.2
I
0.0002
1

0.0001
1

0.0
I
0.0000

| ; , S T ;

2 3 4 5 6 -1000 0 1000 2000 3000 4000 5000

MEDIA Media

Figura 4.2: Distribucion de la media muestral

Aproximaciones de las distribuciones Binomial y Poisson: Como corolario direc-
to de TCL tenemos lo que ya se intufa en las figuras [L.2]y que es la convergencia
en distribucién de la binomial a la normal:

B(n,p) — N(np, /np(1 —p)) (4.13)
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Con la expresion nos hemos permitido la licencia de expresar esto otro: Si (X,),
iid B(p) y Sn = >y X, entonces \/n(S, — np)/+/p(1 — p) converge en distribucion a
N(0,1). Hemos dicho que la validez de la aproximacion depende principalmente del grado
de asimetria de la variable estudiada, que es B(p). Su asimetria es nula cuando p = 0.5y
aumenta conforme p tiende a 0 (equivalentemente si p tiende a 1), es decir, cuanto mas
raro es el suceso a evaluar (equivalentemente su complementario). Por eso se suele utilizar
como criterio de aproximacion np,n(1 — p) > 5. Si se verifica, podemos comprobar que
P(S, = k) ~ ®(k+ 0.5) — ®(k — 0.5) para k = 0,1,...,n. En la figura podemos
comparar las funciones de probabilidad de B(20,0.5) y B(20,0.05).

0.4

0.3
|
0.3

0.2
0.2
|

0.1
|
0.1

0.0

0.0
L

T
20

I T T T T

maianEE
T T T
5 10 15 0 5 10 15 20

B(20,0.5) B(20,0.05)

Figura 4.3: Binomiales con p = 0.5y p = 0.05

Por otra parte, recordemos que el teorema [4| garantiza una aceptable aproximacion
de B(n,p) a P(np) si n es grande y p pequeno. Es decir, que la distribucion de Poisson
es valida para modelizar el conteo de un suceso raro tras una larga serie de intentos
independientes. A la izquierda figura podemos apreciar la funcion de probabilidad
de una distribucion P(\) con A = 1, que presenta una evidente asimetria. No obstante,
la distribucion de P(A) tiende a la normalidad a medida que A aumenta, tal y como se
aprecia en la parte derecha de la misma figura. Esta afirmacion constituye otro teorema
de los que se agrupan bajo la denominacién de TCL y que probaremos a continuacion.

PN)—A

5 N N(0,1) cuando A — oc.

Teorema 32. Se verifica que

Demostracion. Si X ~ P()\) entonces ¢x(t) = exp{\(e® — 1)}. Al tipificar tenemos que
Pix_avalt) = exp{\(e’/V* —1)}e~#*/VA_Si desarrollamos la serie de potencias se verifica

. 14
ezt/\f/\:1+@'t//\———-f(t,)\), donde lim f(t,\) =1
2\ A—00
_ 4279 . —t2/2
Por lo tanto, (’O(X_A)/ﬁ(t) exp{—t*/2- f(t,\)} /\—Joo e U

Lo dicho anteriormente se esquematiza en la figura [4.5]
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Figura 4.4: P(A) con A=1y A =20

(1, 0) = (np, /ip (T — 7))
B(n,p) N(p, o)

Figura 4.5: Aproximaciones entre Binomial, Poisson y Normal

El método Delta: En ocasiones podemos tener problemas a la hora de poner en practi-
ca TCL por la presencia un parametro probabilistico en la distribucion limite. Eso sucedio,
por ejemplo, en , pues lo que se afirma en ese caso es que, si la media es p y la va-
rianza o2, \/n(X, — p) converge en distribucion a N (0, ). La desviacion tipica o ejerce
como un parametro fantasma que nos vemos obligados a estimar mediante &,,, de manera
que el Teorema de Slutsky soluciona asint6ticamente el problema. En otras ocasiones, el
parametro que figura como desviacion tipica limite puede ser funcion de la propia media.
En esos casos el recurso anterior es menos apropiado que el que explicamos a continuacion.

Supongamos que H,, = \/n(T,,—v) LN N(0,0) y que g es una funcion real de derivada
continua tal que ¢’(v) # 0. Teniendo en cuenta el desarrollo de Taylor de grado 1 de g en
v, existe una sucesion (v,) de funciones mediblles tales quw, para todo n € N,

9(Tn) =9@) + g w)(Tn —v), | —v|<[Th—v| (4.14)

Del Teorema de Slutsky se sigue también (T}, —v) = n~'/2H,, converge a 0 en distribucion

y, por lo tanto, en probabilidad. Con mayor razon, v, L5 v, Al ser ¢’ continua, se deduce
de la proposicion [10}(i) que ¢'(v,) converge en probabilidad a ¢/(v). Aplicando de nuevo
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el Teorema de Slutsky, tenemos que

Valg(Th) — 9(vn)] = Vg () (T — v) ~5 N(0,4'(v)6) (4.15)

Luego, si g es tal que ¢'(v) = 071, conseguimos que v/n[g(T;,) — g(v)] converja en distri-
bucion a N(0,1). Por ejemplo, supongamos conocido que, si (X,,), iild N(u, o), entonces

V(62 — o?) N N(0,v20*%). Tomando g = (log x)/+/2 se tiene entonces que
n 2 ) d
\/;(logsn —logo®) — N(0,1) (4.16)

4.2.2. Extensiones del TCL

El teorema 28| admite diversas generalizaciones que no se probaran aqui. Se aconseja
consultar Gut (2013) para un estudio méas profundo. No obstante, enunciaremos al menos
la méas popular, conocida como version de Lindemberg-Feller. Partimos de (X} ), indepen-
dientes (no se precisa aqui que sean idénticamente distribuidas) con medias y varianzas
finitas (ug)r y (07)k, respectivamente y siendo S,, = >, Xy v 2 = var[S,] para todo
n € N.

Teorema 33 (TCL Lindemberg-Feller). Consideremos las hipdtesis siguientes:

nlggoé;E (X5 = 1) {1, >eeny] = 0 (4.17)
S, — B[S,
- [5] _a, N(0,1) (4.18)
0.2
lim max — =0 (4.19)

n—oo 1<k<n 6721

Se verifica entonces que (4.17) < (4.18)+(4.19)).

La condicién (4.17) se atribuye a Lindemberg y es pues suficiente para que se verifique
la convergencia (4.18)). La demostracion de que es necesaria si anadimos se atribuye
a Feller. En las condiciones del TCL clésico (iid) se verifica (4.17) pues, aplicando TCD
a (X1 — p)*I{x,—p>moe} tenemos que

1
—5 2 Bl = ) [x s viony] = 5B [(X1 = 1) T, —ppsyiney] =20

n—oo

La condicién de Lindemberg resulta menos comoda de verificar que esta otra, atribuida a
Lyapunov, pero que es estrictamente més fuerte:

RN 245
36 > 0 tal que WZE[‘X"?—W’JF} — 0 (4.20)

n—oo
no k=1

El teorema (33| puede generalizarse a una versiéon matricial en la que, para cada n € N,
tanto las variables como las medias y varianzas pueden ser diferentes. Concretamente,
para cada n tenemos (X,x)i1<k<n variables independientes con medias y varianzas finitas
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(tnk)1<k<n ¥ (02, )1<k<n, Tespectivamente y siendo S, = Y7, Xy ¥ 2 = var[S,] para
todo n € N. La condicién de Lindemberg se expresa entonces mediante:

A 2

En ese caso se verifica igualmente 1i Veamos una situacion bastante natural en la
que este resultado es de aplicacion.

Sean (Z,), iid con media 0 y varianza 1 (en caso contrario basta considerar las variables
tipificadas) y (w,), una sucesion de vectores donde w,, = (wWn1,-..,wnn) € R™ y tal que
wnll? = >, w2, = 1. Para cada n € R y para 1 < k < n definimos X,,x = w,;Zx. En
ese caso, ¢, = »_,_, w2, = 1. Puede comprobarse facilmente mediante el TCD que (4.21)
se cumple si lim,, o ||Wn|leo = 0, donde ||wy,||oc = Maxi<g<n wni. En tal caso y aplicando
TCL queda garantiza la convergencia en distribucion a N(0,1). Tenemos pues la version
definitiva, al menos para nosotros, del Teorema Central del Limite, que atribuiremos a
Huber. Se enuncia asi:

Teorema 34 (TCM Huber).

Si (Zp)n #id de media nula y varianza 1 y (w,), verifica que ||w,|]| =1 Vn € N, y
|lwnlleo — 0 entonces,
n—o0

W1 Z1 + . wanZn — N(0,1) (4.22)

n—oo

Notese que el TCL clasico puede entenderse como un corolario del teorema [34] consi-
derando Z), = 071 (X — p) y, para cada n € N,

Hablando en términos heuristicos, esta version de TCL permite extender la convergencia
de la media aritmética a una combinacién lineal genérica con la condicién de que las
poderaciones w, respeten una cierta equidad. Esto puede aplicarse al problema de com-
paracion de dos medias a partir de sendas muestras independientes de tamanos ny; y no
(test de Student para muestras independientes). En ese caso, hay que aplicar de manera
independiente el teorema[34] a las secuencias

1 1 n 1 n
Wy, = ( = o T 0, . 0 )
2 ny 1 n2 1 )
Wy, = ( 0 ,m. 0, T T U

La validez del test puede probarse entonces teniendo en cuenta y el Teorema de
Slustsky. De la misma forma puede aplicar a la comparacion de r medias (anova de una
factor) y, en general, a cualquier problema que pueda entenderse como una regresion lineal
multiple (Modelo Lineal).
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Aplicacién al Modelo Lineal: Veamos pues como la version de TCL de Huber puede
aplicarse a un problema genérico de Regresion Lineal Simple, aunque puede generalizarse
sin dificultad al Multiple. El modelo consiste en principio en suponer que existen «, 5 € R,
02 >0y (X;)1<i<n C R tales que, para todo i = 1,...,n,

Y, = a+ BX; + ¢, g; ~ N(0,0) independientes (4.23)
En tal caso, si se definen Y = (Y1,...,Y,), X = (X,....X,) ¥

n 4 n <
=1 i=1 =1 =1
asi como
1 n B 3 R S 1 R ~
Syx = — Z(Y; -y)(X;—x), B= sza S% = Z[?Jz —a+t ﬁxi)]Q (4.25)
n = S5 n—2
se verifica que A
Al (4.26)

Este hecho permite realizar inferencias sobre 3. Eso es al menos lo que deberiamos saber
si conocemos el Modelo Lineal Normal. Veamos qué ocurre cuando n — oo si prescindi-
mos del supuesto de normalidad. En este contexto, redefinimos para cada valor de n los

parametros en (4.24) y (4.25) como 7[n], x[n], etc., incluyendo el estimador de £ que se
denotara (3, y el estadistico ¢ que se denotara t,.

Veamos una condiciéon suficiente para que t, 4, N(0,1). Para cada n € N y cada

i =1,...,n definimos la tipificacion z,, = (X; —%[n])/sx[n] ¥ wn = n~22,;. En ese caso,
lwn||? = 1. La condicién [jwy, |l — 0 equivale a que
1
— MAX |2p;| — 0 (4.27)

\/n 1<i<n
Si se verifica (4.27), se sigue de (4.22) que
S s T (o )
o
=1

nosx[n

) )
sl (sel) N B8
= 2 (S 8) =V Ve
Como se[n] L, 5, se sigue del Teorema de Slutsky que
tn = \/ﬁﬁA[n]——ﬁ N N(0,1) sise verifica (4.27) (4.28)

se[n]/sx[n]
Asi pues, no solo hemos establecido una condicion débil (especialmente si los valores X;
estan controlados) para garantizar la validez asintotica de ante la violacon del
supuesto de normalidad, sino que hemos probado la convergencia en distribucién de ¢, a
N(0,1) y, por lo tanto, de Fy, a x?. Este resultado se puede generalizar, de lo cual se
deduce que F,, converge en distribucion a x2, cuando n — oo.
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PROBLEMAS PROPUESTOS

. Supongamos que (X,Y) sigue una distribucion uniforme en el circulo de radio 1.
Indica cudl es su funciéon de densidad. Calcula la distribucién marginal de X y su
funcion de distribucion. Dado o € [—1, 1], calcula la densidad condicional de Y dado
X = x, asi media y su funcién de distribucion.

. Repite el ejercicio anterior para la distribuciéon uniforme en el cuadro de vértices
(—1,-1), (—1,1), (1,1) y (1, —1). ;Sabrias indicar cuél es la diferencia fundamental
entre ambos problemas?

. Un mono dotado de vida eterna teclea indefinidamente y de forma completamente
aleatoria una maquina de escribir con 50 caracteres diferentes. ;Cual es la probabi-
lidad de que en algtn intervalo de tiempo teclee exactamente El Quijote, caracter
por caracter? ;Cudl es la probabilidad de que teclee el Quijote infinitas veces?

. Un empleado de un banco sustituye un billete bueno por uno falso en cada fajo de
100 billetes. Si el interventor del banco toma 50 fajos y selecciona al azar un billete
en cada uno de ellos, ;cual sera la probabilidad de que descubra al empleado?

. En una urna hay cinco bolas blancas y otras cinco negras que se van extrayendo al
azar sin reemplazamiento. ;Cuél es la probabilidad de que en la sexta extraccion se
saque por tercera vez un bola blanca?

. Consideremos las tres formas siguientes de juzgar a un presunto delincuente:

(a) Un tnico juez decide. Hay una probabilidad de 0.9 de que tome la decision
correcta.

(b) Se decide por mayoria entre las tres personas de un jurado: dos de ellas son
responsables y toman la decisiéon correcta con probabilidad 0.9 y la otra es un
irresponsable que absuelve o condena lanzando una moneda al aire.

(c) Se decide por mayoria entre las 10 personas de un jurado que acttian indepen-
dientemente tomando cada una de ellas la decisién correcta con probabilidad
0.8.

. Con cudl de las tres formas se consigue la mayor probabilidad de tomar la decision
correcta?
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7. Consideremos una funcién aleatoria bidimensional con funcién de densidad

10.

11.

12.

ky(l—x—y) si x,y>0 z+y<]1
fX,Y(xuy) =
0 resto

(a) Calcula k, las distribuciones (marginales) de X e Y y sus momentos de orden
1.

(b) Calcula P(X <3/4]Y =1/3)y P(X <Y)

Razona por qué podemos afirmar que, si el momento de orden k de una distribucion
es finito, lo son todos los momentos de orden inferior.

Un huevo de cierto insecto da lugar a un nuevo insecto con probabilidad p. Es
conocido que el nimero de huevos puestos por estos insectos en una flor sigue una
distribucion de Poisson de pardmetro \.

(a) Determina la distribucion de probabilidad del nimero de insectos que nacen
en una flor.

(b) Se observa una flor y se ha visto que el nimero de insectos que han nacido en
ella es n. Estudia la distribucion de la variable “ntimero de huevos que habra
en dicha flor”.

Consideremos una moneda con probabilidad p de salir cara. Se lanza n veces y se
introducen en una urna tantas bolas blancas como caras se hayan obtenido y tantas
bolas negras como cruces. Después se extraen r bolas de la urna sin reemplazamiento.

(a) Determina la distribucion de probabilidad correspondiente a la variable alea-
toria “ntimero de bolas blancas obtenidas”.

(b) Si se han obtenido y bolas blancas, determina la probabilidad de que en la urna
queden j.

Dados a, A € R, consideremos la variable aleatoria X con funciéon de densidad

Aa(Az)e~le= )" i 1 >0
fz) =

0 resto

(a) Comprueba que es una funciéon de densidad.
(b) Calcula F[X].

(c) Calcula la funcion generatriz de logX.

Sean X e Y iid con densidad

2072 si t>0
ft) =

0 resto

(a) Calcula la funcion de densidad y la media de X3.
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13.

14.

15.

16.

17.

18.

19.

20.

21.

22.

Problemas propuestos

(b) Calcula la funcion de densidad de X + Y.

(¢) Calcula las funciones de distribucion y densidad de max{X?, Y3}

Considera la variables aleatoria X con funcion de densidad

st <0
flz) =

si x>0

w‘(z w|®

a) Comprueba que es una funcién de densidad.

(
(b

)

) Calcula su funcion de distribucion.
¢) Calcula su media.
)

)

(
(d) Calcula P({|X| <2}n{X >1})

(e) Calcula el cuantil de orden 0.75 de la distribucion.

Obtén, utilizando los cambios de variables adecuados, la funcion de densidad de la
distribucion £, ,,.

Obtén, utilizando los cambios de variables adecuados, la funcion de densidad de la
distribucion t,,.

Este problema es muy completo: obtén todos los momentos y funciones generatrices
de momentos que aparecen en la tabla

Prueba que, si X, ..., X, son independientes y normalmente distribuidas, el vector
aleatorio n-dimensional que componen es normal n-dimesional.

Prueba que, si X es un vector aleatorio n-dimesional con media p y matriz de
covarianzas Y tal que a’X ~ N(a'u,va'Xa) para todo a € R", entonces X ~
N, (p, X).

Determina las funciones de densidad, caracteristica, media y matriz de covarianzas
de la distribucion (5.1). Determina la distribucion marginal de X y la condicional
de Y dado X = z, indicando sus respectivas densidades.

Y 2 1 07
~ N2 5 <51>

X 1 0.7 1

Prueba que, bajo los supuestos del Modelo Lineal Normal, el estadistico de contraste
del test de Student sigue un modelo de distribucion ¢, 1,,—2.

Prueba que, bajo los supuestos del Modelo Lineal Normal, el estadistico de contraste
del test I’ para el anova de un factor con k niveles sigue un modelo de distribucion
Fy_1n—k, siendo n = ng + ... + ng.

Prueba que, bajo los supuestos del Modelo Lineal Normal, el estadistico de contraste
de la hipotesis Hy : 1 = 0 sigue un modelo de distribucién ¢, 5. ;Qué modelo de
distribucion sigue segtn la hipotesis Hy el coeficiente de determinacion r27?
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23.

24.

25.

26.

27.

28.

29.

30.

31.

32.

Razona por qué la varianza muestral de una muestra aleatoria de tamano n si
converge en probabilidad a la varianza probabilistica cuando n — oo.

Razona como podemos construir un intervalo al 95 % de confianza para la probabi-
lidad 7 de una suceso a partir de las proporciones de resultados favorables, p,,, tras
n réplicas independientes del fenémeno aleatorio, suponiendo que n sea lo suficien-
temente grande.

.,Como puede utilizarse el resultado del apartado anterior en el estudio de una
proporcién poblacional, como puede ser la prevalencia de la diabetes 117

LQué tipo de fendmenos pueden modelizarse mediante un modelo de distribuciéon
lognormal?

LEs cierto que si X, v Y, son independientes entre si para tod n y las sucesiones
(Xn)n ¥ (Yn)n convergen en distribucién a X y Y, respectivamente, entonces X y
Y son también independientes?

Considera dos sucesiones variables aleatorias independientes entre si (X,,)n ¥y (Yon)m,
tales que

X, — Y, —
ST 4 N0,1),  Vmem 24 N0, 1)

g n—o0 g m—0o0

Prueba que

X =Y — (i —pa) 4

n,m—oo
o % +

N(0,1) (5.2)

3=

Calcula el coeficiente de asimetria de una distribucion Bernoulli de parametro p.
Relacionalo con la velocidad de convergencia de B(n,p) a N(np, /np(1 —p)).

La aplicacion del TCL otorga validez asintotica al test de Student para muestras
independientes si los tamanos de muestra verifican cierta propiedad. ;Cual? ; Afecta
este hecho a la probabilidad de error de tipo I, de tipo II o a ambas?

Razona en qué condiciones el resultado (p-valor) obtenido mediante el anova de
un factor puede considerarse aproximadamente valido si se viola el supuesto de
normalidad.

Supongamos conocido que, si 1, denota el coeficiente de correlacién de Pearson,
correspondiente a una muestra aleatoria de tamano n de una distribucién normal
bidimensional con coeficiente de correlacion p, se verifica que

Ve, — p) =5 N(0,1— p?)

Utiliza la denominada transformacion de Fisher g para lograr una convergencia a
N(0,1).

I1+x

1—=

1
g(x) = 5 log
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33.

34.

35.

36.

37.
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Sea X : (2,4, P) — R con media y y varianza finita 0 > 0, (X, )nen iid segiin
PX y paracadaneN, X, =n~! > X;. Razona formalmente si se verifica o no
que
7n — MK P
— 0
o/\/n
Sea X : (2, A, P) — R con media p y varianza finita 0® > 0, (X,,)nen iid segin

PX y, para cadan € N, X,, =n~' > | X;. Razona formalmente si se verifica o no
que

o/v/n

Sea X : (2, A, P) — R con varianza finita 0® > 0 y coeficiente de curtosis 7 = 2.
Si (X, )nen iid segin PX, construye de manera razonada un intervalo de confianza
para log o2 que sea valido asintoticamente. Indicacién: : utiliza TCL para (X — p)?
junto con el método delta.

Se produce un bombardeo de n particulas que impactan con total seguridad en
la diana de manera independiente e idénticamente distribuida segiin un modelo
uniforme. Supongamos que cada impacto puntia 420 si se produce en la zona azul,
140 en la zona verde, 84 en la naranja y 60 en la amarilla.

Calcula la probabilidad de que, de n = 16 impactos, al menos uno de ellos se localice
en el circulo azul. Puedes aproximar dicha probabilidad en virtud de resultados
conocidos pero razondndolo adecuadamente.

En las condiciones del ejercicio anterior, calcula la probabilidad de que, tras n = 100
impactos, la puntuacion media obtenida sea superior a 100. Puedes aproximar dicha
probabilidad en virtud de resultados conocidos pero razonandolo adecuadamente.
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38.

39.

40.

41.

Una placa esta sometida a un bombardeo de particulas, de tal forma que tras un
minuto se registran 132 impactos; el siguiente minuto se registran 98 impactos; el
tercer minuto 124 y el cuarto, 167. Suponiendo que estamos ante réplicas en idénticas
condiciones de un mismo fenémeno aleatorio, razona cuél seria un valor aproximado
de la probabilidad de que en el quinto minuto se registren menos de 100 impactos.

Imagina que necesitas conocer el cuantil 0.95 de la distribucion x3,, pero sélo dispone
de las tablas de x2 con n < 20. Razona c6mo podrias averiguarlo.

Método de Montecarlo. Imaginemos que desconocemos el valor del nimero 7 y
pretendemos estimarlo partiendo de tres premisas:

(a) Podemos bombardear con n = 10000 particulas el cuadrado de la figura, de ma-
nera que las localizaciones de los impactos sean independientes e idénticamente
e distribuidas segin un modelo de distribucién uniforme en el cuadrado.

(b) Podemos de discriminar si cada particula impacta o no en el circulo inscrito.
De hecho, resulta que 7850 impactan y el resto, no.

(c) Conocemos la funcion de distribucion ® de N(0, 1).

Construye de manera razonada y a partir de los resultados obtenidos tras los 10000
impactos un intervalo aproximado de confianza al 95 % para el valor de .

El examen de cierta asignatura consiste en 100 preguntas tipo test. Con cada pre-
gunta se acompanan 5 posibles respuestas (so6lo una de las 5 respuestas es correcta).
La puntuacion del examen se realiza de la siguiente forma: por cada pregunta co-
rrecta se suma un punto, por cada pregunta incorrecta se resta 0.25 puntos y por
cada pregunta no contestada ni se suman ni se restan puntos. Si la puntuacion total
es positiva, entonces la calificacién asignada al examen es dicha puntuacion dividida
entre 10 y, si es negativa o cero, se califica con un 0. Un estudiante que se presenta
a dicho examen decide seguir la siguiente regla de actuacién: Ante cada una de las
100 preguntas, lanza una moneda correcta y, si sale cara, contesta la pregunta; en
caso contrario no la contesta. Cuando ha de contestar la pregunta lo hace eligien-
do al azar una entre las 5 posibles respuestas. Determina de forma aproximada la
probabilidad de que dicho estudiante obtenga calificacion 0 en el examen.



